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Rezime

Ovaj rad pripada oblasti pretraºivanja muzi£kih informacija. Oblast pretraºivanja muzi£kih info-

rmacija se bavi procesiranjem i obradom audio signala kako bi se odredile karakteristike zvuka. Cilj

ovog rada je da se razmotre i iskoriste razli£iti na£ini aproksimiranja karakteristika audio signala,

prvenstveno radi kreiranja algoritma koji bi pametno birao pesme za reprodukciju. Zna£aj ovog rada,

pored komercijalnih potencijala, leºi u analizi samog audio signala i izvla£enju informacija iz njega.

Mere sli£nosti, koje ¢e biti opisane u okviru ovog rada, mogu se iskoristiti za dalji razvoj i istraºivanje

oblasti gde postoje audio podaci. Aproksimacija sli£nosti dve muzi£ke numere predstavlja samo jednu

od mogu¢ih primena opisanih odlika audio signala. Nakon upoznavanja sa problemom, u radu se

razvijaju i primenjuju tehnike istraºivanja i izvla£enja karakteristika audio signala. Vr²i se analiza

dobijenih karakteristika. Razvijena metodologija je primenjena na konkretne slu£ajeve upotrebe

dobijenih karakteristika audio signala.
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Poglavlje 1

Uvod

Muzika prati ljude kroz celokupnu njihovu istoriju. Ve¢ini ljudi muzika predstavlja vi²e od £istog

akusti£nog fenomena. Danas je to kulturni fenomen koji je istrajao u ljudskoj istoriji. U ºivotu

ve¢ine ljudi muzika zauzima bitno mesto, bilo da su to producenti i ljudi koji u£estvuju u samom

stvaranju muzike, ili samo obi£ni slu²aoci. S obzirom na svoju kulturnu vaºnost, muzika je prvi

tip medija koji je doºiveo takozvanu digitalnu revoluciju. Zahvaljuju¢i tehnolo²kom napretku u

kompresiji i enkodiranju audio signala na£in konzumiranja muzike se znatno promenio tokom is-

torije. Zajedno sa razvojem Interneta i razvoju portabilnih ure�aja za reprodukciju zvuka, digitalna

muzika nije samo uzburkala svet informacionih tehnologija ve¢ je uzrokovala znatnu promenu u

na£inu kako (i koliko) ljudi slu²aju muziku. Uprkos pomenutim promenama, na£in skladi²tenja i

reprodukcije audio materijala je ostao, u velikoj meri, isti. I ²to je najbitnije, na£in na koji £ovek

pretraºuje i dolazi do ºeljene muzi£ke numere je ostao, tako�e, isti. U nekoj meri je pobolj²ano

pretraºivanje �ltriranjem rezultata na osnovu algoritama ra£unarske inteligencije, ali ovaj pristup je

u potpunosti zasnovan na akcijama korisnika sistema (Youtube, Deezer, ITunes i drugo) i ne vr²e

analizu prirodnih karakteristika zvuka. Ovakvim pristupom se donekle ograni£ava pretraºivanje

i vr²i diskriminacija numera koje nisu toliko zastupljene u javnosti. Omogu¢en je pristup velikom

broju muzi£kih numera, preko raznih servisa, i dalje je odabir muzi£kih numera, u velikoj meri, ostao

manuelan, odnosno reprodukcione liste se generi²u ru£no od strane korisnika, ²to predstavlja veoma

naporan i mukotrpan posao. Treba dodati da zbog prirode muzike, reprodukcione liste kreirane

ru£no, vremenom mogu postati neodgovaraju¢e, ²to iziskuje ponovno pravljenje istih. Ovo pove¢ava

potrebu za sistemima za pronalaºenje pesama koji su svesni konteksta pesme, a koji tako�e mogu

biti personalizovani tako da mogu da pruºe zadovoljavaju¢e rezultate. Aplikacije poput Shazam-a

(identi�kacija muzi£ke numere), Pandore (automatsko generisanje presonalizovane radio stanice),

Spotify/Deezer(strimovanje muzike) ili Last.fm (sistem za preporuku pesama i dru²tvena mreºa) se

smatraju neophodnim servisima za veliki broj korisnika danas. Sve ve¢i broj korisnika pomenutih

servisa dovodi do pove¢anja zna£aja razvoja pomenutih sistema, £ime se postiºe mnogo ve¢i uticaj

na ºivote ogromnog broja ljudi.
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1.1 Struktura rada

U ovom radu fokus ¢e biti stavljen na osnovne probleme i tehnike za aproksimaciju sli£nosti audio

numera baziranih na prirodnim karakteristikama zvuka. Pro¢i ¢e se svi aspekti koji se odnose na

dizajniranje takvog sistema, po£ev²i od prirode problema, ograni£enja i mogu¢nosti. Prvo ¢e biti

opisana oblast kojoj ovaj problem pripada, njen istorijat, razvoj i trenutno stanje. Bi¢e formulisana

postavka problema odnosno istraºiva£ki i korisni£ki zahtevi sistema, kao i cilj kome se teºi. Ukratko

¢e biti opisane tehnologije koje se koriste za izradu rezultuju¢eg sistema, izabranih biblioteka i

sli£no, kao i kratak pregled dizajna samog sistema, £ime ¢e uvod biti zaokruºen. Nakon toga bi¢e

navedeni najvaºniji aspekti teorije obrade signala, koji se odnose na audio signal. Bi¢e spomenuti

osnovni problemi na koje se nailazi, kao i par osnovnih na£ina za re²avanje tih problema. Nakon

toga ¢e biti formulisan pojam sli£nosti dve audio numere. Bi¢e de�nisana osnovna terminologija

vezana za prirodne karakteristike zvuka, kao i njihova povezanost sa odabranim skupom atributa.

Svaki odabrani atribut bi¢e ponaosob posmatran i obja²njen, kao razlozi za njegov odabir. U ovom

radu fokus ¢e biti na na primitivnim atributima, odnosno atributima koji pruºaju dovoljno dobru

aproksimaciju traºene osobine, na u²trb sloºenosti izra£unavanja. Zatim dolazi diskusija o na£inu

izra£unavanja same sli£nosti, da li ¢e biti kori²¢eno izra£unavanje mere sli£nosti na osnovu redosleda

vrednosti ili ne. Bi¢e uveden i bazi£ni sistem za personalizaciju dobijenih predloga, na osnovu

kalibracije korisnika pa i kasnijih akcija samog korisnika. Na samom kraju bi¢e prikazani rezultati

testiranja, kao i njihova analiza. Tako�e, razmatra¢e se i mogu¢nosti daljih unapre�enja samog

sistema.

Kroz svaki pre�eni aspekt bi¢e paralelno obra�ena odgovaraju¢a komponenta sistema, njena

implementacija i motivacija za svako upotrebljeno re²enje u nadi da ¢e ovakav pristup omogu¢iti lak²e

razumevanje, kasniju modi�kaciju i istraºivanje baziranog na pruºenom sistemu i informacijama.

1.2 Sli£nost i nalaºenje muzi£kih numera

Tradicionalno, pretraºivanje muzike sa£uvane u digitalnom zapisu, bilo da je kolekcije od par stotina

ili hiljada numera (privatne kolekcije) ili par miliona pesama (ve¢i striming ili komercijalni servisi) je

pretraºivanje baze podataka na osnovu meta podataka. Meta podaci, u ovom slu£aju, predstavljaju

skup podataka kojima se opisuje ili identi�kuje pesma. Primer takvih podataka su ime pesme, ime

izvo�a£a, godina izdavanja, ºanr i stil. Indeksiranje u malopre pomenutim kolekcijama se uglavnom

vr²i preko ºanra ili stila, u kombinaciji sa podacima kao ²to su izvo�a£, album i sli£no. Ovakav

pristup je donekle prihvatljiv kod malih kolekcija pesama (do par stotina pesama), gde korisnik u

zna£ajnoj meri poznaje sadrºaj kolekcije, me�utim kod ve¢ih kolekcija ovakav pristup nije dovoljan.

Kada ve¢ina pesama nije prethodno poznata korisniku, veliki broj pesama se zanemaruje i £esto

2



omete nalaºenje ºeljene pesme. Problem nastaje u veoma malom skupu dostupnih podataka, pogo-

tovu ako taj skup nije kompletan, ²to je £esto slu£aj kod privatnih kolekcija. Ispravnost i postojanje

meta podataka zavisi od dosta faktora, da li je uz samu numeru isporu£en i odgovaraju¢i skup meta

podataka , da li format u kom se nalazi podrºava svaki podatak, da li su softveri za kompresiju

zadrºali meta podatke i sli£no. Iako je muzi£kom produkcijom do²lo do pojave ogromnog broja

muzi£kih numera, zbog nedovoljno razvijenih servisa za distribuciju i pretraºivanje, zna£ajan broj

njih ostaju neprikazane krajnjim korisnicima. Ovim se dolazi do zaklju£ka da je zasnivanje pre-

trage na meta podacima podloºno gre²kama i u ve¢ini slu£ajeva nedovoljno. Veliki prostor pretrage

omogu¢uje da se iz aspekta pretraºivanja klasi£nih simboli£kih podataka (meta podaci) pre�e u pre-

traºivanje sub-simboli£kih ili prirodnih karakteristika zvuka - na primer, vi²e u fokusu ne¢e biti samo

izvo�a£ pesme, ve¢ ritam pesme ili tempo ili dominacija visokih tonova. Sistemi za pronalaºenje koji

ne obra¢aju paºnju na prirodne karakteristike zvuka odnosno pesme su mnogo druga£iji i inferiorniji

od na£ina kako ljudi organizuju i koriste muzi£ke kolekcije - ili u terminima istraºivanja podataka,

takvi sistemi ne obra¢aju paºnju za �muzi£ke informacije� koje su potrebne njihovim korisnicima.

Danas se teºi ka sistemima za pronalaºenje koji ¢e obra¢ati paºnju na prirodne karakteristike i tako

pobolj²ati svoju e�kasnost. Ovaj aspekt je izuzetno bitan kada se u obzir uzme da je muzika veoma

isprepletana sa pop kulturom i da u ve¢ini slu£ajeva, prose£an korisnik koji pristupa jednom takvom

sistemu, pristupa primarno radi £iste zabave i hedonisti£kih i rekreativnih potreba, pa je nalaºenje

optimalnog rezultata izuzetno bitna karakteristika, koja £esto dominantno odlu£uje o tome da li ¢e

sistem opstati [20].

1.3 Istraºivanje podataka u muzici

Istraºivanje podataka u muzici, u daljem tekstu MIR (eng. MIR - Music Information Retrieval) je

disciplina ra£unarskih nauka koja se bavi istraºivanjem zvuka (odnosno muzike) kao podatka. Kao

odgovor na izazove i speci�£ne potrebe nalaºenja podataka u muzi£kom domenu, oblast istraºivanja

podataka poznatija kao istraºivanje podataka u muzici je po£ela svoju evoluciju tokom devedesetih

godina XX veka, a postala je priznata kao oblast serijom konferencija organizacije ISMIR [2] 1-

Izme�u ostalog MIR se bavi istraºivanjem i razvojem inteligentnih metoda koje imaju za cilj da

odrede muzi£ki zna£ajne atribute, direktno iz audio signala ili drugih izvora. Ovi atributi se kasnije

mogu upotrebiti kao pobolj²ani interfejsi prema muzi£kim kolekcijama. U literaturi se pominju

de�nicije poput:

�MIR je multidisplinarna oblast istraºivanja koja obuhvata ra£unarske nauke istraºivanje po-

dataka, muzikologiju, muzi£ku teoriju, audio inºenjering, obradu digitalnog signala, kognitivne
1ISMIR - International Symposium for Music Information Retrieval, od 2009. godine poznata kao International

Society for Music Information Retrieval
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nauke, bibliote£ke ve²tine, izdavanje i pravna pitanja. Za cilj ima razvoj razli£itih na£ina za up-

ravljanje kolekcijama muzi£kog materijala u svrhe £uvanja, pristupa, istraºivanja i drugih upotreba

[7] �

De�niciju su formulisali Futrelle i Downie [9] koji nagla²avaju da je oblast multidisciplinarna

i vu£e korene iz istraºivanja u okviru digitalnih biblioteka. Kasnije Downie vi²e favorizuje anal-

izu sadrºaja, odnosno automatsko izdvajanje muzi£kih atributa iz audio signala [6]. Na kraju se

iskristalisala slede¢a de�ncija: �MIR se bavi sa ekstrakcijom, analizom i upotrebom informacija o

bilo kakvoj vrsti muzi£kog entiteta na bilo kom nivou njegove reprezentacije.�

Pod muzi£kim entitetom moºemo podrazumevati i druge stvari pored same pesme, kao na primer

konkretnog izvo�a£a ili skup pesama (npr. ºanr), dok pod nivoom reprezentacije se misli na sveobuh-

vatne informacije u muzi£koj numeri gde spadaju i simboli£ki i sub-simboli£ki podaci. Pored nave-

denih de�nicija u literaturi se mogu na¢i jo² mno²tvo drugih de�nicija same oblasti. Razli£itost ovih

razli£itih de�nicija demonstrira ²irinu koju ova oblast poseduje.

Neki od problema kojima se MIR bavi a ti£u se samo automatske analize kolekcija muzi£kih

numera (katalogizacije, arhiviranje i sli£nog ²to je je fokus ovog rada) su:

• Prepoznavanje izvo�a£a

• Audio otisak prsta

• Prepoznavanje akorda

• Detektovanje mu²kog/ºenkog vokala

• Klasi�kaciaj ºanra

• Identi�kovanje instrumenta

• Identi�kovanje raspoloºenja

• Sli£nost ritma

• Preporu£ivanje muzi£kih numera

• Aproksimacija sli£nosti pesama

• Estimacija ritma

• Transkripcija

• ...
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U okviru ovog rada fokus ¢e biti na aspektima obrade signala, preporuke muzi£kih numera i aproksi-

macije sli£nosti audio numera. Ostali aspekti ¢e biti obra�eni vi²e ili manje u zavisnosti od potrebe.

Sli£no kao i kod ostalih domena ovde se identi�kuju tri glavne paradigme ²to se ti£e pristupa

informacijama o muzici. Me�u autorima iz ove oblasti naj²ire se prihvata slede¢a klasi�kacija:

Pronalaºenje Korisnik ima odre�ene informacije o pesmi koju ºeli da na�e i ove informacije

aktivno koristi u upitu. Upit moºe biti tradicionalni tekstualni ili simboli£ka reprezentacija dela

pesme ili audio snimak dela pesma.

Pretraga Korisnik ima okvirne informacije o pesmi/pesmama koje traºi i ºeli da istraºi dostupnu

kolekciju. Pretraga je interaktivni i iterativni proces koji se bazira na intuitivnim i efektivnim

korisni£kim interfejsima.

Preporuka Sistem �ltrira kolekciju za potencijalno relevantnim unosima. Relevantnost se

odre�uje na osnovu akcija i preferencijama korisnika. Ove preferencije su eksplicitno date ili za-

klju£ene na osnovu pona²anja korisnika. U ovom slu£aju od korisnika se ne zahteva da eksplicitno

pretraºuje sistem.

Primena istraºivanja iz ove oblasti je prili£no velika. Od sistema za identi�kaciju pesme koja

se trenutno reprodukuje (Shazam, SoundHound i drugi), nalaºenje pesama na osnovu zvuka koji

pruºa sam korisnik do detekcije intrumenata ili izdvajanja izvora zvuka i mnogih drugih tehnika

[17]. Fokus ¢e biti na sli£nosti dve audio numere, kao glavne teme ovog rada.

1.4 Sli£nost muzike

Pojam sli£nosti muzike je centralni koncept u ve¢ini sistema za pronalaºenje muzi£kih numera,

posebno za sisteme koji koriste nekakav upit za pretragu. Da bi se izvr²ila pretraga, potrebno je

de�nisati relaciju izme�u dve muzi£ke numere, odnosno na£in na koji se odlu£uje koja muzi£ka nu-

mera, od dve ponu�ene, ima prednost. U okviru sistema za identi�kaciju pu²tene muzi£ke numere,

dovoljna je relacija jednakosti. Kod generisanja reprodukcionih lista, relacija jednakosti ne moºe

biti dovoljna. Potrebno je de�nisati relaciju poretka. Relacija poretka moºe biti realizovana i ra£u-

nanjem distance izme�u dve muzi£ke numere, odnosno njihove sli£nosti, ovim se zadovoljava i uslov

relacije jednakosti (u slu£aju kada distanca teºi 0). Zbog same prirode muzike vrlo je nejasno ²ta

pojam sli£nosti predstavlja. Intiutivno korisnik muziku moºe opisati kori²¢enjem nekih od slede¢ih

koncepata [9]

• �anr (npr. zvu£i kao pop muzika)

• Instrumentacija (npr. u£etvuju samo harmonika i bubnjevi)

• Karakteristike vokala (npr. peva£ zvu£i skoro kao ºena)

• Melodija (npr. pesma ide ne²to kao "pam pam param pam t²²")
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• Tempo (npr. brz)

• Ritam (npr. dvojka)

Me�utim ako bi trebalo da se opi²u i kvanti�kuju svi muzi£ki aspekti i njihovo menjanje tokom

vremena, ovakav pristup baziran na signalu, ne bi uspeo da obuhvati ²irok fenomen spoznate muzi£ke

sli£nosti [27].

1.4.1 Uticaj emocija na muzi£ku sli£nost

Pitanje i potraga za muzi£kom sli£no²¢u moºe i¢i i preko akusti£nih svojstava muzi£ke numere.

Primer gde korisnik ne ºeli da slu²a muzi£ku numeru iz razloga koji su strogo subjektivni, u slu£aju

gde korisnik ne podrºava stavove izvo�a£a ili zbog privrºenosti drugom ºanru, £ak i u slu£aju da

akusti£ne osobine pesme odgovaraju zvuku koji ina£e slu²a. U ovom slu£aju prirodna sli£nost muz-

i£kih numera nema nikakvog zna£aja. Kao drugi primer se navodi situacija gde odre�ena osoba

tokom voºnje preferira isklju£ivo pesme sa ºenskim vokalima i brzim tempom, ali dok odmara vi²e

preferira pesme sa slabijim ritmom, nezavisno od vokala. Na pomenutim primerima se vidi da

situacija u kojoj korisnik odlu£uje da koristi sistem ima ogroman uticaj na to kako se manifestuje

sli£nost muzike i preferencije korisnika za slede¢u pesmu. Ove li£ne preferencije i shvatanje muzike su

vezani za emocije koje prenosi muzi£ka numera. Pojedini autori smatraju da se konkretno shvatanje

muzike (sa emocionalne strane) moºe povezati sa razli£itim vrstama kodiranja, odnosno speci�£nih

na£ina na koji muzika prenosi emociju. Dºoslin [10] razlikuje tri vrste kodiranja:

• Ikoni£no kodiranje (eng. Iconic coding) koje povezuje formalnu sli£nost izme�u signala,

odnosno mapira osnovne emocije kroz akusti£ne osobine poput tempa ili vokalnih izraza.

• Unutra²nje kodiranje (eng. Instristic coding) se odnosi na �unutra²nje, sintati£ke veze u

okviru same muzike� to jest kompleksnije, strukturalnije osobine.

• Asocijativno kodiranje (eng. Associative coding) se odnosi na konotacije izme�u muzike i

drugih proizvoljnih doga�aja ili objekata, na primer na romanti£nu poruku neke balade.

Iz navedenog se vidi da asocijativno kodiranje u velikoj meri moºe da uti£e na razumevanje i

doºivljaj pesme. Aspekti od kojih zavisi asocijativno kodiranje se ne mogu izvesti iz samog audio

signala i individualni su. Po²to se sve navedene osobine ne mogu ta£no odrediti, potreban je na£in

da se iz sadrºaja muzi£ke numere, ra£unskim pristupom, aproksimiraju i izvuku informacije koje su

nam dostupne [9].
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1.4.2 Ra£unski faktori muzi£ke sli£nosti

Umesto da ra£unski bude modelovan proces razumevanja muzike individualnog korisnika, bi¢e razvr-

stane sve dostupne informacije povezane sa slu²anjem muzike, u cilju postavljanja matemati£ki

de�nisanih mera za odre�ivanje sli£nosti dve muzi£ke numere. Me�u postoje¢im klasi�kacijama u

ovom radu ¢e detaljno biti opisana klasi�kacija koju su formulisali Knees i Schedl [20]. Mogu se

odrediti £etiri kategorije koje uti£u na opaºanje sli£nosti muzike:

Slika 1.1: �etiri razli£ite kategorije koje uti£u na shvatanje muzike

• Muzi£ki sadrºaj se odnosi na sve ²to je sadrºano i moºe se izdvojiti iz samog signala muzi£ke

numere. Ovde se prvenstveno misli na ritam, boju zvuka, melodiju, harmoniju i sli£no. Ovi

faktori odgovaraju ikoni£nom i na vi²em nivou unutra²njem kodiranju.

• Muzi£ki kontekst su informacije koje se ne nalaze i ne mogu se izra£unati na osnovu audio

signala muzi£ke numere. Ovo su podaci koji spadaju pod kategoriju meta-podataka pro²ireno

sa dodatnim informacijama. To su marketing, zemlja porekla, na£in obla£enja izvo�a£a i

sli£no. Karakteri²u kao dru²tveni meta-podaci ili kultorolo²ke osobine. Ovi faktori odgovaraju

asocijativnom kodiranju.

• Osobine korisnika su li£ne odlike koje karakteri²u korisnika, kao ²to su preferencije, ukus

kao i muzi£ko znanje i iskustvo. Ovi faktori se odnose na unutra²nje i asocijativno kodiranje.

• Kontekst korisnika odnosi se na trenutnu situaciju u kojoj korisnik slu²a muziku. Uticaj na

kontekst korisnika imaju lokacija, vreme, aktivnost ili raspoloºenje. Ovi faktori uti£u na sve

tipove kodiranja.

U cilju stvaranja univerzalne i sveobuhvatne mere sli£nosti, u teoriji, trebalo bi da budu izra£unati

svi faktori, koji bi zatim bili kombinovani na odgovaraju¢i na£in, ²to je netrivijalan zadatak. Ono

²to se zapaºa je da faktori nisu disjunktni, odnosno postoji prili£no velika sprega me�u njima, ²to

direktno povla£i tvrdnju da nisu svi potrebni da bi dovoljno dobro aproskimirali sli£nost.
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Da bi se aproksimirali prethodno opisani faktori potrebno je identi�kovati signale koje nose

upotrebljivu informaciju o jednom ili vi²e faktora.

• Za muzi£ki sadrºaj, signal koji se traºi je digitalna reprezentacije muzi£ke numere.

• Muzi£ki kontekst se moºe odrediti iz vi²e izvora, iz dostupnih meta-podataka ili pretragom

informacija sa drugih izvora takvih informacija (npr. Internet).

• Osobine korisnika se mogu aproksimirati putem tehnika preuzetih iz psihologije, poput testova

i upitnika. Upitnici su veoma korisni za odre�ivanje preferencija ili muzi£kog poznavnaja

korisnika.

• Kontekst korisnika se moºe odrediti pomo¢u raznih senzora na samom ure�aju, me�utim

ovakve informacije su podloºne gre²kama usled veoma velikog ²uma koji se stvara. Na primer,

koriste¢i pedometar moºemo odrediti da li korisnik tr£i u datom trenutku, me�utim ukoliko

korisnik se vozi autobusom, vibracije prouzrokovane pomeranjem ruke ili voºnje po neravnom

terenu, mogu uzrokovati da pedometar dâ vrednosti sli£ne kao pri tr£anju. Postojanje ²uma

koji se pojavljuje u odre�enim situacijama kod ovakvih senzora dovodi do pogre²nog tuma£enja

rezultata.

U drugom koraku, trebalo bi izvu¢i neki smisao iz dobijenih podataka, odnosno izdvojiti skup

atributa. Ovo je krucijalni korak i ima najve¢i uticaj na �nalni proizvod, odnosno na rezultate koje

¢e sistem proizvesti. Na osnovu dostupnih tipova podataka mogu se odrediti atributi vi²eg ili niºeg

nivoa apstrakcije. Na primer, iz muzi£kog sadrºaja se mogu dobiti atributi niskog nivoa apstrakcije,

koji se relativno te²ko interpretiraju od strane £oveka, dok tokom analiziranja tekstova sa interneta

se mogu izvu¢i atributi vi²eg nivoa apstrakcije koje £ovek moºe veoma lako da razume i interpretira.

Atributi niskog nivoa apstrakcije predstavljaju numeri£ke vrednosti dobijene pomo¢u formule koja

se koristi za izra£unavanje datog atributa. Zbog fundamentalne razlike izme�u atributa niskog nivoa

i atributa visokog nivoa koje £ovek koristi za opis pesme, ne postoji o£igledna korelacija pa zbog

toga dobijene numeri£ke vrednosti ne mogu biti e�kasno interpretirane od strane £oveka.

1.4.3 Semanti£ki raskorak

Audio zapis je predstavljen kao niz numeri£kih vrednosti, £ovek koristi opisne atribute da bi pred-

stavio muzi£ku numeru. Niz numeri£kih vrednosti upotrebljen za £uvanje i zapis u memoriji, kao i

vrednosti dobijene njihovom obradom nazivaju se atributi niskog nivoa. Opisni atributi koje koris-

nik koristi se nazivaju atributima visokog nivoa. Nesaglasnost atributa niskog nivoa i visokog nivoa

apstrakcije naziva se �semanti£ki raskorak� [4]. Semanti£ki raskorak je prisutan u svim medijskim

domenima [13] i dok ne opravdava u potpunosti opis �semanti£ki� u praksi moºe biti de�nisan kao
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Slika 1.2: Razli£iti nivoi apstrakcije atributa i semanti£ki raskorak izme�u njih

krovni termin za ograni£enja trenutnih atributa inteligentnih sistema u kontekstu nivoa satisfak-

cije korisnika. Iako je semanti£ki raskorak svuda pristuan, zbog veoma subjektivnog shvatanja od

strane korisnika, najvi²e je prisutan u domenu muzike [21] [20]. Ublaºavanje problema semanti£kog

raskoraka se re²ava pomo¢u uvo�enja atributa srednjeg nivoa apstrakcije. Atributi srednjeg nivoa

apstrakcije nose informacije bliºe £oveku, a dobijaju se kombinacijom atributa niskog nivoa. Ovakav

pristup nije karakteristi£an samo za oblast muzike, ve¢ i za ostale tipove podataka. Atributi srednjeg

nivoa apstrakcije, tako�e, pruºaju mnogo relevantnije informacije za pristupe ma²inskog u£enja.
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Poglavlje 2

Osnovne metode obrade audio signala

Aproksimacija sli£nosti dve muzi£ke numere na osnovu prirodnih karakteristika zvuka se primarno

odnosi na izvla£enje skupa atributa iz muzi£kog sadrºaja. Muzi£ki sadrºaj se reprezentuje da-

totekama koje sadrºe digitalni zapis zvuka. Izvo�enje atributa je glavni i centralni proces u okviru

ovog rada. Proces izvo�enja atributa, kojim se bave komponente poznatije kao �ekstraktori atributa�,

ima za cilj da na osnovu audio signala formira skup atributa. Pre svega toga, sirov audio signal

mora da pro�e kroz niz operacija i obrada da bi se dobili podaci optimizovani i spremni za nalaºenje

atributa. U okviru ovog poglavlja ¢e biti razmatrani osnovni aspekti i elementarne tehnike obrade

audio signala. Pored teorijske osnove, bi¢e i re£i o implementacionim detaljima u okviru testnog

sistema koji ¢e biti razvijen radi demonstracije prikazanih stvari u ovom radu.

Zvuk se de�ni²e kao mehani£ki talas frekvencija izme�u 16 i 20000 Herca, odnosno zvuk koji

£ovek moºe da £uje. Postoje i infrazvuk i ultrazvuk, odnosno zvuk ispod granice od 16Hz i iz-

nad granice od 20KHz respektivno. Akusti£ni muzi£ki instrumenti podsti£u vazduh da oscilira na

razli£itim frekvencijama £ime proizvode zvuk. Zvuk proizveden od strane akusti£nih muzi£kih in-

strumenata je analogne prirode i moºe se predstaviti netrivijalnom matemati£kom funkcijom, koja

za odre�en trenutak u vremenu rezultuje frekvencijskom amplitudom. Ure�aji za snimanje imaju

ograni£enu vremensku rezoluciju, te stoga ne mogu u snimiti kontinualni signal. Problem se prevazi-

lazi uzimanjem uzoraka signala na odre�enom vremenskom intervalu. Uzimanje uzoraka je proces

merenja amplitude frekvencije u datom trenutku. Merenje se vr²i pomo¢u specijalizovane membrane

koja detektuje frekvenciju oscilacije (mikrofona1). Nakon merenja frekvencije, dobijena vrednost se

normalizuje na unapred zadat interval. U ovom slu£aju normalizacija podrazumeva dva koraka, prvi

korak je ignorisanje vrednosti van intervala zvuka [16Hz,20000Hz], odnosno njihovo zaokruºivanje

na najbliºu granicu intervala. Drugi korak predstavlja preslikavanje vrednosti iz intervala zvuka u

interval zadat prilikom digitalizacije (npr. [-1,1]). Opisan proces uzimanja uzoraka se zove i kvanti-

1Ure�aji kojim se vr²i ovo merenje su uglavnom mikrofoni. Princip po kome funkcioni²e mikrofon je veoma
sli£an principu reprodukcije zvuka preko zvu£nika, zapravo mikrofon predstavlja mali zvu£nik i sposoban je da re-
produkuje zvuk dosta manje ja£ine nego zvu£nik. Posledica toga je manja membrana, zbog osetljivosti na spolja²nje
vazdu²ne vibracije.
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zacija signala. Proces kvantizacije stvara i gre²ku kvantizacije. Gre²ka kvantizacije nastaje kada se

vrednost kontinualnog signala i mapirana diskretna vrednost razlikuju.

Slika 2.1: Gre²ka kvantizacije. Analogni signal je predstavljen crvenom bojom, dok je plavom
predstavljen odgovaraju¢i digitalni signal.

Na slici se lako uo£ava gre²ka kvantizacije, razlika u vrednostima izme�u plave i crvene linije. Iz

£ega zaklju£ujemo da je rezolucija, ili diskretni interval iz kog uzimamo vrednosti prilikom analogno-

digitalne konverzije, vaºan za kvalitet rezultata. �esto se rezolucija poistove¢uje sa memorijom

dostupnom za zapis vrednosti, odnosno brojem bitova u koji moºemo da zapi²emo jedan uzet uzorak.

Kod analogno-digitalne konverzije pored rezolucije, frekvencija uzimanja uzoraka predstavlja jo²

jedan izuzetno bitan faktor. Nyquist-Shannon-ova teorema kaºe da frekvencija uzimanja uzoraka

signala mora da bude najmanje 2 · f da bi se zapisale frekvencije do f Herca [23]. Ako je frekvencija

suvi²e mala postaje nemogu¢e zabeleºiti pun spektar frekvencija koje ljudsko uho moºe da prepozna.

2.1 Prozorske funkcije i okviri

Posmatraju¢i digitalni signal kao niz uzoraka, svaki uzorak ponaosob predstavlja izuzetni mali deo

vremena. Kod najrasprostranjenije frekvencije uzimanja uzoraka od 44KHz, uzorak pokriva oko 23

mikrosekunde. Ovaj interval je suvi²e kratak da bi ga ljudsko uho registrovalo kao zvuk. Ljudsko

uho moºe da prepozna duºinu zvuka od najmanje 10 milisekundi. Izra£unavanje atributa se vr²i na

skupu uzoraka, koji kad se reprodukuje proizvodi dovoljno dug zvuk da ga ljudsko uho registruje.

Izra£unavanje atributa na celoj muzi£koj numeri u celosti, iako mogu¢a tehnika, ne¢e pruºiti mnogo

informacija. Osnovni razlog za ovo je ²to se na taj na£in ne dobija nikakva informacija o raspodeli

atributa u toku trajanja pesme, ve¢ samo vrednost atributa za celu pesmu. Stoga se vr²i izra£u-

navanje atributa nad manjim skupovima uzoraka, koji se nazivaju okviri (eng. frame). Duºina

okvira se de�ni²e kao stepen dvojke u intervalu 28 (256) - 213(8192). Mogu¢e je uzimanje duºine

i van pomenutog intervala, ali u literaturi i dana²njim sistemima je to vrlo retko. Duºina okvira

mora zadovoljiti uslov da je jednaka nekom stepenu dvojke zbog kasnije primene brze Furijeove

transformacije. Iako stepen dvojke nije obavezan uslov za Furijeovu transformaciju, dosta doprinosi
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performansama izra£unavanja Furijeove transformacije i £esto je obavezan uslov za kori²¢enje ve¢

implementiranih transformacija u okviru dostupnih biblioteka.

Okviri predstavljaju ulaz za komponente koje vr²e izra£unavanje atributa koji rade sa signalom u

vremenskom domenu. Za atribute iz frekvencijskog domena, primenjuje se Furijeova transformacija

na okvir pre izra£unavanja. Pre primene Furijeove transformacije nad okvirom obavezno je uraditi

neki vid normalizacije nad okvirima. Normalizacija se vr²i primenom unapred odre�ene prozorske

funkcije nad okvirom. Uobi£ajen izbor je takozvana Hann-ova prozorska funkcija, nazvana po aus-

trijskom meteorologi£aru Julius-u von Hann-u. Prozorska funkcija je de�nisana u jedna£ini 2.1, gde

je N duºina okvira i n = 1...N .

w(n) = 0.5 ·
(
1− cos

(
2 · π · n
N − 1

))
(2.1)

Mnoºenjem svakog uzorka u okviru sa odgovaraju¢om vredno²¢u Hannove funkcije dobijamo

periodi£ni signal. Ovo je izuzetno bitno zato ²to Furijeova transformacija stvara artifakte u rezul-

tuju¢em spektrumu za funkcije koje nisu periodi£ne. Ovaj problem se naziva spektralno curenje.

Proces normalizacije okvira sa prozorskom funkcijom je prikazan i gra�£ki na slici 2.2.

Slika 2.2: Prikaz primene Hannove prozorske funkcije na signal

Gornji dijagram prikazuje ulazni signal, odnosno okvir od 128 uzoraka. Srednji dijagram prikazuje

izgled Hannove funkcije nad istim brojem uzoraka. Najniºi dijagram prikazuje izgled izlaznog signala

u okviru posle primene normalizacije prozorskom funkcijom. Kao ²to se vidi na slici, primena

normalizacije prozorskom funkcijom potiskuje uzorke sa oba kraja okvira. Da bi se izbeglo gubljenje

informacija zbog pomenutog potiskivanja, obi£no se uzastopni okviri preklapaju. Duºina preklapanje

se naziva i hop duºina (eng. hop size). Ilustrovano na primeru, uze¢emo duºinu okvira 256 i
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hop duºinu od 128 uzoraka, prvi okvir uzima vrednosti uzoraka na pozicijama 1-256, drugi okvir

uzima uzorke na pozicijama 129-385, tre¢i okvir uzorke na pozicijama 257-513 i sve tako redom.

Na prikazanom primeru uzastopni uzorci se preklapaju u proporciji od 50% ²to je £est izbor u

procesiranju muzi£kog signala [20].

2.1.1 Implementacioni detalji

U okviru testnog sistema koji ¢e biti razvijen, pruºene su opcije biranja prozorske funkcije za nor-

malizaciju. Kako je sistem predvi�en da demonstrira navedene koncepte u ovom radu, pored toga

dizajniran je sa namerom da £itaocu pruºi mogu¢nost daljeg eksperimentisanja sa pomenutim kon-

ceptima. Korisniku je omogu¢eno da u£ita sopstvenu prozorsku funkciju za normalizaciju kao i

slede¢e podrazumevane prozorske funkcije, odakle korisnik moºe da izabere koju ºeli da primeni.

Svi koncepti se mogu kon�gurisati u okviru config.json datoteke. Odabir prozorske funkcije za

normalizaciju se vr²i setovanjem parametra NormFunc kome se prosle�uje ili putanja do datoteke ili

ime neke od ve¢ implementiranih prozorskih funkcija za normalizaciju. Ve¢ implementirane prozorske

funkcije za normalizaciju, pored Hann-ove su:

• Bartletova prozorska funkcija

Slika 2.3: Bartletova ili trougaona prozorska funkcija [28]

w(n) = 1−

∣∣∣∣∣n− N−1
2

N
2

∣∣∣∣∣ (2.2)

• Welch-ova prozorska funkcija

Slika 2.4: Welchova prozorska funkcija [28]
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w(n) = 1−

(
n− N−1

2
N−1
2

)2

(2.3)

• Sinusna prozorska funkcija

Slika 2.5: sinusna prozorska funkcija [28]

w(n) = sin

(
π · n
N − 1

)
(2.4)

• Pravougaona prozorska funkcija

Slika 2.6: Pravougaona prozorska funkcija [28]

w(n) = 1 (2.5)

• Hammingova prozorska funkcija

Slika 2.7: Hammingova prozorska funkcija [28]

w(n) = α− β · cos
(
2 · π · n
N − 1

)
(2.6)

sa α = 0.54, β = 1− α = 0.46
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Uz svaku prozorsku funkciju je data formula koja je odre�uje, kao i slika koja predstavlja pro-

zorsku funkciju i rezultuju¢ izlaz Furijeove transformacije za konstantan ulazni signal.

2.2 Furijeova transformacija

Furijeova transformacija je nazvana prema francuskom matemati£aru i �zi£aru Jean Baptiste Joseph

Fourier. Predstavlja transformaciju signala iz vremenskog u frekvencijski domen. Zasniva se na Fu-

rijeovoj teoremi koja kaºe: "Svaka kontinualna i periodi£na funkcija moºe biti predstavljena sumom

sinusnih i kosinusnih talasa koji osciliraju na razli£itim frekvencijama." Furijeova transformacija

rezultuje diskretnim skupom kompleksnih vrednosti, koje opisuju frekvencijski spektrum ulaznog

signala. Po²to Furijeova transformacija predstavlja fundamentalni alat u obradi signala, razvijeno

je nekoliko razli£itih pristupa i algoritama za njeno izra£unavanje, kratko ¢e biti opisani pristupi

koji se ti£u obrade audio signala. Ra£unski najmanje zahtevna varijanta Furijeove transformacije

je tzv. brza Furijeova transformacija (eng. Fast Fourier Transformation - FFT, koja moºe biti

kori²¢ena ako je ulazni signal diskretan, ²to jeste slu£aj kod digitalnih audio signala. Stoga FFT je

diskretna Furijeova transformacija (DFT) de�nisana jedna£inom 2.7, gde je k celobrojna vrednost

na intervalu od 0 do N − 1, N je duºina okvira odnosno broj uzoraka u okviru i xn je nti uzorak iz

okvira, odnosno odgovaraju¢a frekvencijska amplituda.

Xk =

N−1∑
n=0

xn · e−
2·π·i
N ·n·k (2.7)

Svaka izlazna vrednost Xk diskretne furijeove transformacije je kompleksan broj, £iji realan deo

Re(Xm) predstavlja zna£aj kosinusnih talasa i imaginarni deo Im(Xm) predstavlja zna£aj sinusnih

talasa. Odakle moºemo da dobijemo informacije o vrednosti i fazi date frekvencije.

|Xn| =
√
Re(Xn)2 + Im(Xn)2 (2.8)

Jedna£ina 2.8 nam daje na£in za odre�ivanje amplitude kombinovanih sinusnih i kosinusnih

talasa.

φ(Xn) = tg−1 Im(Xn)

Re(Xn)
(2.9)

Jedna£inom 2.9 se de�ni²e faza tj. relativna proporcija sinusa i kosinusa. Izra£unavanjem Xn

za razli£ite frekvencije iz vremenskog domena ulaznog signala xn direktno iz jedna£ine 2.7, dobija

se vremenska sloºenost O(n2), odnosno za svaki od N izlaza sumira se N elemenata. Da bi se

zna£ajno smanjila vremenska sloºenost, Cooley i Tukey 1965. godine predlaºu algoritam koji se

izvr²ava u O(N · logN) sloºenosti [5]. Kao po£etni zahtev je postavljen uslov da ulazni signal

pripada diskretnom skupu kao i to da njihov algoritam zahteva da je N , odnosno duºina okvira,
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stepen dvojke. Pomenuti uslovi, obi£no nisu ograni£avaju¢i faktori u svakodnevnoj upotrebi pa je

ova verzija algoritma (odnosno njene sitne modi�kacije) danas i najrasprostranjenija u industriji.

Slika 2.8: Prikaz ulaznog signala u vremenskom domenu i prikaz rezultata DFTa (frekvencijski
domen)

2.3 Implementacioni detalji

Kao ²to je bilo prethodno re£i o tome, u okviru ovog rada je razvijen sistem koji ¢e demonstrirati

sve pomenute koncepte. Koristimo re£ sistem jer svaka komponenta u okviru aplikacije razvijana je

sa mogu¢no²¢u da se koristi samostalno. U ovoj sekciji ¢e biti opisane komponente i organizacija

dela za obradu signala i pripremu za ra£unanje atributa. Problem postojanja velikog broja formata

audio zapisa unosi veliki nivo kompleksnosti, potrebno je podrºati barem naj£e²¢e formate. Svaki

format sa sobom nosi razli£ite na£ine zapisa uzorka, nivoa kompresije, broja kanala i sli£nog. Da bi

bilo mogu¢e raditi smislenu analizu i pore�enje, prvi korak je svo�enje na istu kategoriju, odnosno

prevo�enje u isti format sa istim brojem uzoraka, kanala i tipom uzorka. Komponente koje to rade su

RawDataExtractor i FFMpegResampler. Komponentne u �ispod haube� koriste biblioteku FFMPEG

prilikom rada sa formatima. Njihova primarna uloga je da za datu putanju audio datoteke pro£itaju

uzorke i formiraju okvire za kasniju obradu. Iako FFMPEG biblioteka podrºava rad sa formatima,

potrebno je prilagoditi ih za izvla£enje audio signala u odgovaraju¢em obliku, stoga su ove kompo-

nente razvijene. Prilikom £itanja uzoraka bilo je neophodno izvr²iti njihovu modi�kaciju i ponovno

uzorkovanje radi �svo�enja na isto� zbog kasnije ravnopravne analize i pore�enja. FFMpegResampler

sluºi da svaki fajl svede na prede�nisanu, istu za sve, frekvenciju uzimanja uzoraka. Pored toga

se radi i pretvaranje vi²ekanalnog zapisa u jednokanalni ili mono zapis. Postojanje vi²e kanala, u

zavisnosti od sadrºaja, moºe da oteºa ili olak²a posao, me�utim u ovom slu£aju to znatno pro²iruje

prostor pretrage i prostor parametara, ²to nije fokus ovog rada. Stoga se radi prebacivanje u jedan
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kanal koji ¢e sadrºati sve informacije sa svih postoje¢ih kanala. Ovakav pristup predstavlja kom-

promis izme�u kompleksnosti rezultuju¢eg sistema i izra£unavanja. Za aproksimaciju mere sli£nosti,

prema ljudskom shvataju muzike, broj kanala ne predstavlja toliko bitan uslov. RawDataExtractor

za prosle�enu putanju obezbe�uje formiranu i napunjenu komponetnu WindowData koja sadrºi formi-

rane okvire prema kon�guracionim parametrima. U trenutku pisanja komponente terminilogija je

bila premutovana, pa se zapravo re£ Window odnosi na okvir. WindowData je zapravo omota£ oko

vektora Window komponente. Obe komponente sluºe kao kontejner za £uvanje podataka u ºeljenom

i odgovaraju¢em obliku. Kon�guracioni parametri vezani za duºinu okvira, frekvenciju uzimanja

uzoraka i sli£nog se nalaze u config.json datoteci. Na slici 2.9 se nalazi dijagram klasa pomenutih

komponenti, sa akcentom na javni interfejs i relacije izme�u komponenti.

Slika 2.9: Klasni dijagram za komponente vezane za obradu audio signala i £uvanje relevantnih
podataka.

2.3.1 Biblioteke

Postoji veliki broj formata audio zapisa. Svaki podrazumeva razli£it nivo kompresije i razli£ite na£ine

zapisa podataka, bilo da li je do tipa zapisa uzorka (uint16_t, float, uint8_t), broj kanala i

sli£no. Kako to nije glavna tema ovog rada, za kori²¢enje, £itanje i neznatnu obradu ulaznih audio

datoteka kori²¢enja je biblioteka FFMPEG (www.�mpeg.org). FFMPEG je biblioteka otvorenog

kôda za rad sa multimedijalnim datotekama. Sastoji se iz nekoliko manjih biblioteka za obradu

multimedijalnog signala. Podrºava rad sa audio i video materijalom i orijentisana je da objedini sve
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potrebne formate i kodeke u okviru jedne biblioteke. Primarni fokus biblioteke je okrenut ka kon-

verziji i £itanju formata radi kasnije reprodukcije. Tako�e je podrºano osnovno modi�kovanje multi-

medijalnog materijala. FFMPEG predstavlja industrijski standard kada je obrada multimedijalnog

signala i danas je veoma rasprostranjena i stoji iza ve¢ine aplikacija koje se bave ovom tematikom.

Zbog svoje stabilnosti i ²irine predstavlja logi£an izbor za realizaciju ovog rada, osim toga pisana

je u C-u. C interfejs se bez mnogo muke integri²e i koristi u C++ kôdu, ²to je jo² jedan razlog za

kori²¢enje biblioteke. Tako�e, zbog svoje popularnosti postoji verzija biblioteke za ve¢inu dostupnih

platformi i operativnih sistema. U okviru ovog rada biblioteka je kori²¢ena za £itanje i dekompresiju

ulaznih audio datoteka i �t transformaciju ulaznog signala. Implementirana je i mogu¢nost £itanja

dostupnih meta podataka, ali akcenat nije na kori²¢enju istih, ve¢ kao na£in za dobavljanje podataka

za kasniji bolji estetski prikaz.
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Poglavlje 3

Atributi

Sli£nost muzike je, kao ²to je ranije pomenuto, procena sli£nosti muzi£kih numera £esto zasnovana na

subjektivnom doºivljaju. Atributi kojima se opisuje muzi£ka numera se mogu podeliti u tri osnovne

kategorije:

• Muzi£ki atributi niskog nivoa apstrakcije

• Muzi£ki atributi srednjeg nivoa apstrakcije

• Muzi£ki atributi visokog nivoa apstrakcije

Atributi srednjeg nivoa apstrakcije su uvedeni da bi premostili semanti£ki raskorak izme�u

atributa niskog i visokog nivoa. Fokus ovog rada je na atributima niskog nivoa i njihovo kori²¢enje za

formiranje mere sli£nosti. Uprkos tome formulisa¢e se i osnova za atribute srednjeg nivoa apstrakcije.

3.1 Atributi niskog nivoa apstrakcije

Atributi niskog nivoa se direktno ra£unaju na osnovu audio signala u vremenskom i/ili frekvencijskog

domena. Obradi¢e se najkori²¢eniji atributi niskog nivoa apstrakcije. Svi atributi se ra£unaju na

nivou okvira stoga su svi trenutni, to jest svaki zauzima najmanji mogu¢i vremenski interval koji

£ovek moºe da prepozna. Iako se svi atributi ra£unaju na nivou okvira, mogu¢e je sumirati sve

vrednosti odre�enog atributa na nivou jedne muzi£ke numere. Ovo se moºe uraditi ra£unaju¢i

statisti£ke ocene kao ²to su medijana, srednja vrednost, varijansa ili maksimum. Kasnije ¢e biti re£i o

kori²¢enju statisti£kih ocena. Postoje i drugi na£ini sumiranja vrednosti, jedan od njih je modelovanje

distribucije pojedina£nog atributa pomo¢u Gausovog modela me²avine (eng. GMM - Gaussian

mixture model)[29]. Prilikom diskusije muzi£kih atributa niskog nivoa koristi¢emo terminologiju

navedenu u tabeli 3.1.

Muzi£ki atributi niskog nivoa apstrakcije se izra£unavaju direktno iz sadrºaja muzi£ke datoteke.

Glavna podela ovakvih atributa je na atribute iz vremenskog domena i na atribute iz frekvencijskog
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Termin Opis termina
s(n) Amplituda k-tog uzorka
mt(k) Vrednost signala u frekvencijskom domenu okvira t u frekvencijskom opsegu k
N Duºina okvira to jest, broj uzoraka u pojedina£nom okviru
K Broj frekvencijskih kanti tj. broj najve¢eg frekvencijskog opsega

Tabela 3.1: Tabela termina kori²¢ena prilikom diskusiji o atributima niskog nivoa apstrakcije

domena. Atributi iz vremenskog domena se ra£unaju na osnovu uzoraka tj. frekvencijskih amplituda,

dok se atributi frekvencijskog domena ra£unaju na osnovu spektrograma [20].

3.1.1 Atributi iz vremenskog domena

3.1.1.1 Broj promena znaka amplitude

Broj promena znaka amplitude (eng. ZCR - Zero Crossing Rate) predstavlja broj puta koliko signal

pre�e iz negativne u pozitivnu vrednost frekvencije i obratno. Moºe se koristiti kao primitivna mera

detekcije visine tona. Vrlo uspe²no se koristi u klasi�kaciji perkusivnih zvukova i u detekciji govora.

Slika 3.1: Prikaz dijagrama za frekvenciju prelaska nule. Prvi dijagram je audio signal, drugi dija-
gram predstavlja dijagram frekvencije prelaska nule za dat audio signal.

Audio signal koji ne sadrºi govor (instrumentalna muzika ili periferni zvuk) broj promena znaka

amplitude teºi ka visokim vrednostima, dok kod audio signala gde je prisutan govor, obi£no ima

dosta manju vrednost. Zbog ove osobine se koristi kao primitivna mera za odre�ivanje delova sig-

nala gde ima, odnosno nema, govora. Iako postoji mnogo stabilniji i ta£niji algoritmi [14] [18] za

odre�ivanje postojanja govora ili detekcije visine zvuka, zbog relativno lakog izra£unavanja a do-

voljno dobre aproksimacije pomenutih osobina koristi¢emo broj promena znaka amplitude. Broj

promena znaka amplitude moºe da sluºi i kao primitivni indikator koliko smetnji postoji u analizira-

nom signalu. Visoka vrednost obi£no zna£i da su smetnje prisutne u velikoj meri u analiziranom

signalu. Izra£unavanje broja promena znaka amplitude predstavljeno je u jedna£ini 3.1. Prilikom

formiranja podataka treba obratiti paºnju na tip uzorka i skup odnosno interval vrednosti pomo¢u

kojih se kodira digitalni signal koji analiziramo. Konkretni problem sa tipom uzoraka je ²to uzorak
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moºe da bude neozna£enog tipa, to jest moºe da uzima samo pozitivne vrednosti. U ovom slu£aju

se umesto nule bira prag, obi£no na sredini intervala.

ZCR =
1

2
·
N−1∑
n=0

|sgn(s(n))− sgn(s(k + 1))| (3.1)

3.1.1.2 Autokorelacija prvog reda

Autokorelacija prvog reda (eng. First Order Autocorrelation) je mera koliko se signal poklapa

sa pomerenom verzijom samog sebe u vremenu, odnosno prose£na vrednost odstupanja svaka dva

susedna uzorka u signalu. Kao i frekvencija prelaska nule, moºe da se iskoristi da se identi�kuju

nagle promene intenziteta muzike tj. delove muzi£ke numere gde je poja£an intezitet muzi£kih

instrumenata i/ili vokala, osim toga veoma je korisna kao primitivna mera grubosti boje zvuka 1.

Slika 3.2: Prikaz dijagrama autokorelacije prvog reda na primeru snimka otkucaja srca

Autokorelacija se £esto koristi prilikom odre�ivanja mere sli£nosti dva audio signala, pogotovo

zbog osobine da moºe da aproksimira razliku postoje¢eg sa istim signalom ali razli£itom fazom.

Autokorelaciju prvog reda izra£unavamo pomo¢u formule prikazane jedna£inom 3.2.

FOA =
1

N
·
N−1∑
n=1

s(n) · s(n− 1) (3.2)

3.1.1.3 Maksimalna vrednost amplitude

Maksimalna vrednost amplitude (eng. Amplitude Envelope - AE ), kao ²to joj ime kaºe, je mak-

simalna vrednost uzorka u okviru. Stoga se, prirodno, ra£una u vremenskom domenu. Formalna

de�nicija je data u formuli (3.3)

AE = max {s(n) : n ∈ 0, 1, ..., N − 1} (3.3)

1http://www.musanim.com/wavalign/foote.pdf

21



Maskimalna vrednost amplitude je veoma prost atribut koji se vezuje za muzi£ki otkucaj (eng.

Music Beat). Muzi£ki otkucaj je osnovni deo takta, odnosno svaki takt se sastoji iz odre�enog broja

otkucaja.

Slika 3.3: Upro²¢eni prikaz maksimalne vrednosti amplitude u odnosu na audio signal.

Zbog svoje prirode je veoma podloºan uticaju ekstremnih vrednosti. Ekstremna vrednost je

vrednost signala koja u velikoj meri odudara od prose£ne vrednosti, na primer, ako nam je od 100

uzoraka, 98 uzoraka u intervalu [a, b] dok su poslednja dva uzorka iz intervala [2 · b, 6 · b] poslednja

dva uzorka se mogu okarakterisati kao ekstremne vrednosti.

3.1.1.4 Srednjekvadratna energija

Srednjekvadratna energija (eng. Root-Mean-Square Energy ili RMS energy) je jo² jedan atribut iz

domena vremena. U literaturi se £esto naziva i RMS energija kao i RMS nivo ili RMS ja£ina. RMS

poti£e kao skra¢enica engleskog naziva ovog atributa. Vezuje se za intezitet prepoznatog zvuka.

Ra£una se prema formuli (3.4)

RMSEnergy =

√√√√ 1

N
·
N−1∑
n=0

s(n)2 (3.4)

Moºe se koristiti za odre�ivanje nivoa glasno¢e muzi£ke numere i kao indikator novih doga�aja u

audio segmentu [3]. Srednjekvadratna energija, kao atribut, je veoma sli£na maksimalnoj vrednosti

amplituda, ali je manje osetljiva na ekstremne vrednosti, koje se £esto tuma£e kao ²um.

Srednjekvadratna energija se moºe koristiti i za odre�ivanje osobina muzi£ke numere vezanih za

muzi£ki otkucaj. Zbog svoje povezanosti sa muzi£kim otkucajem, ritmom i glasno¢om muziki£ke

numere, neretko se ovaj atribut koristi i u aproksimaciji emocije koju muzi£ka numera sa sobom

nosi.

3.1.2 Atributi iz frekvencijskog domena

3.1.2.1 Spektralni centroid

Spektralni centroid (eng. Spectral Centroid) predstavlja epicentar magnitude spektra, odnosno

frekvenciju gde je energija najvi²e koncentrisana. Ovaj atribut se najvi²e koristi kao mera svetline

muzike, stoga je direktno vezana sa bojom zvuka [8][22]. Boja zvuka je karakteristi£na za svaku vrstu
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Slika 3.4: Prikaz srednjekvadratne energije, po okvirima, za razli£ite muzi£ke ºanrove

zvuka. Isti ton moºe zvu£ati druga£ije u zavisnosti od izvora zvuka. Boju odre�uje broj harmonika,

odnosno njihovih amplituda i frekvencija. Parni harmonici daju toplinu i meko¢u zvuku, dok neparni

daju hladno¢u i o²trinu [16]. Spektralni centroid je veoma osetljiv na frekvencijske �ltere, pogotovo

na one koji �razblaºuju� visoke frekvencije. Razlog ovome je ²to visoke frekvencije nose ve¢u teºinu

prilikom ra£unanja vrednosti spektralnog centroida. Ovaj problem posebno dolazi do izraºaja kada

je frekvencija uzimanja uzoraka mala. Posmatrajmo slu£aj kada se ista numera posmatra u dve

razli£ite frekvencije uzimanja uzoraka, 44KHz i 11KHz. Na osnovu Nyquist-Shannon-ove teoreme,

smanjenje frekvencije uzoraka ¢e odse¢i ili proizvesti distorziju visokih frekvencije vi²ih od polovine

frekvencije uzimanja uzoraka. Prema tome, vrednost spektralnog centroida ¢e se promeniti shodno

izmeni i uticaju na amplitude frekvencije uzoraka. Formula za dobijanje vrednosti spektralnog

centroida:

SC =

∑K
k=1mt(k)

2 · k∑K
k=1mt(k)2

(3.5)

Na slici 3.5 prikazane su vrednosti spektralnog centroida za prvih desetak sekundi pesama koje

pripadaju potpuno razli£itim ºanrovima. Da bi primer bio ²to ilustrativniji, kori²¢ena je jedna pesma

koja pripada tzv. novokomponovanom stilu (Aca Lukas - Kafana na Balkanu) i jedna pesma "hard

rok" stila (ACDC - Highway to hell). Podaci su normalizovani u odnosu na sebe na interval [-1,1]

radi lep²eg prikaza.

3.1.2.2 Spektralni raspon

Spektralni raspon (eng. Spectral Spread), tako�e poznat u literaturi i kao Spektralni protok (eng.

Spectral Bandwith) je atribut izveden iz spektralnog centroida. Spektralni protok predstavlja raspon

spektra interesantnih delova signala, odnosno delova oko centroida. Moºe se interpretirati i kao
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Slika 3.5: Vrednosti spektralnog centroida Kafana na Balkanu - Aca Lukas (plavo) i Highway to
hell - ACDC (crveno)

varijansa srednje frekvencije signala. De�ncija je data formulom 3.6. Prose£na vrednost spektralnog

raspona muzi£ke numere se moºe koristiti kao opisna ocena zapaºene boje zvuka [12].

SS =

∑K
k=1 |k − SC| ·mt(k)∑K

k=1mt(k)
(3.6)

3.1.2.3 Glatko¢a zvuka

Glatko¢a zvuka (eng. Smoothness) predstavlja ocenu koliko je zvuk �ravan� ili preciznije predstavlja

ocenu meru promene zvuka u spektrumu [11]. To je mera koliko je signal rasprostranjen po spek-

trumu. Beli ²um (eng. white noise), signal koji ima istu snagu na svim frekvencijama, ¢e imati

glatko¢u oko 1, dok sinusoidni talas ¢e imati glatko¢u 0, po²to ima jedan vrh u spektrumu [19].

Koriste¢i se ovim osobinama glatko¢a zvuka nam daje dobru aproksimaciju buke (²uma) kao i

ocenu harmoni£nosti signala. Glatko¢a se ra£una pomo¢u formule 3.7. Osim pomenutih primena,

glatko¢a zvuka se tako�e koristi dosta i u prepoznavanju instrumenata. Zbog svoje karakteristi£nosti

da reaguje na vrhove signala, moºe se modelovati sistem koji na osnovu ovog parametra moºe

prepoznati da li odre�eni instrument u£estvuje u numeri. [26]

SpectralSmoothness =

K∑
k=1

20 · logem(k)− 20 · logem(k − 1) + 20 · logem(k) + 20 · logem(k + 1)

3

(3.7)

3.1.2.4 Spektralna asimetrija

Spektralna asimetrija (eng. Spectral Dissymetry) ili iskrivljenost signala je mera koliko je spek-

trum iskrivljen u odnosu na spektralni centroid i shodno tome, koliko teºi niskim odnosno visokim
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Slika 3.6: Glatko¢a zvuka u prvih 10ak sekundi pesme Highway to hell. Podaci su normalizovani u
odnosu na sebe na interval [-1,1]

frekvencijama. Zajedno sa glatko¢om zvuka i rasponom predstavlja jo² jedan atribut koji nam

pruºa informaciju o obliku spektra. U ovom slu£aju, mera je bazirana na harmoni£nosti zvuka oko

spektralnog centroida. Spektralna asimetrija se dobija kori²¢enjem formula 3.8.

SpectralAsymetry =

√√√√∑K
k=1m(k) · (Drate2 − SC)∑K

k=1m(k)
(3.8)

Drate predstavlja frekvenciju uzimanja uzoraka referentnog signala, u ovom slu£aju, kao ²to

je ve¢ napomenuto, vrednost frekvencije uzimanja uzoraka je 44100Hz, ²to direktno zna£i da je

Drate = 22050. Na slici 3.7, kao kod slu£aja spektralnog centroida, su prikazane normalizovane

vrednosti spektralne asimetrije za dve muzi£ke numere. Jedna pripada novokomponovanom ºanru,

dok druga pripada hard rok ºanru.

3.1.3 Implementacioni detalji

Ra£unanje pomenutog skupa atributa se de²ava u komponenti WindowFeatureExtractor, £ija se im-

plementacija nalazi u okviru datoteka WindowFeatureExtractor.hh/.cc. Ra£unanje skupa atributa

je za sada implementirano preko skupa metoda pomenute komponente, odnosno klase. U daljem

radu i pro²irenju sistema treba uzeti u obzir i mogu¢ na£in spolja²njeg de�nisanja ra£unanja atributa,

u vidu dodataka (eng. plug-in), ili pomo¢u nekog de�nisanog pseudo-ra£unarskog jezika koji ¢e se

izvr²avati dinami£ki.

3.1.4 Atributi srednjeg nivoa

U prethodnom tekstu su de�nisani nivoi atributa koji se koriste za aproksimaciju muzi£kih numera.

Fokus ovog rada je na atributima niskog nivoa, ali ¢emo zbog kompletnosti, ukratko objasniti i
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Slika 3.7: Vrednosti spektralne asimetrije Kafana na Balkanu - Aca Lukas (plavo) i Highway to
hell - ACDC (crveno).

atribute srednjeg nivoa. Atributi niskog nivoa su prvenstveno statisti£ke ocene nad signalom i nje-

govom frekvencijskom i/ili vremenskom obliku. Sami za sebe ne nose nikakvu zna£ajnu informaciju

koju bi £ovek mogao da interpretira i na osnovu njih izvu£e smislene zaklju£ke. Na primer, na osnovu

samih brojeva ne moºe se zaklju£iti da li je pesma brºeg ili sporijeg tempa, da li je re£ o baladi ili

pesmi veselije melodije itd. Takvi opisi se nazivaju atributi visokog nivoa, odnosno atributi koje

£ovek koristi da bi opisao pesmu. Da bi se premostio jaz izme�u atributa niskog nivoa i visokog

nivoa uvode se atributi srednjeg nivoa koji kombinuju vrednosti jednog ili vi²e atributa niskog nivoa

da bi se bliºe de�nisali atributi visokog nivoa.

U okviru atributa srednjeg nivoa se £esto koriste Cepstralni koe�cijenti Melove frekvencije. Cep-

strum predstavlja rezultat dobijen primenom inverzne furijeove transformacije nad logaritmom spek-

truma. Ime Cepstrum poti£e od permutacije prva £etiri slova engleske verzije termina spektrum.

Cepstrum se dosta koristi u analizi i prepoznavanju govora, a i u oblasti istraºivanja muzi£kih po-

dataka [1]. Mel je izvedena jedinica za frekvenciju koja se de�ni²e preko formule

mel = 1127 · log(1 + f

700
) (3.9)

gde je f predstavlja vrednost frekvencije u hercima.

Tako�e se, za svrhe de�nisanja atributa srednjeg nivoa se izvodi jo² jedna jedinica za frekvenciju,

Bark.

bark = (
26.81 · f
1960 + f

)− 0.53 (3.10)

gde f tako�e predstavlja vrednost frekvencije u hercima [20].

Izvedene jedinice frekvencije se koriste radi bliºeg odre�ivanja vrednosti frekvencije ljudskom

shvatanju muzike. Pomenutim formulama dobijamo preslikavanje frekvencija tako da se vi²e obra¢a

26



Slika 3.8: Klasni dijagram implementacionih detalja za ra£unanje atributa. Samo jedna kompo-
nenta je odgovorna za ovo stoga samo jedna klasa

paºnja na intervale odnosno vrednosti frekvencija na koje £ovek vi²e reaguje. Razlog izvo�enja ovih

jedinica leºi u psihoakustici, oblasti koja se bavi ljudskom percepcijom zvuka, odnosno na£inu na

koji £ovek interpretira neke od osnovnih zvu£nih karakteristika, glasno¢u, frekvenciju, intezitet i

sli£no.

Osim pomenutih izvedenih jedinica, de�nisanje atributa srednjih nivoa se odnosi i na kombinaciju

dobijenih atributa. Ovde se prvenstveno misli na ra£unanje atributa po okviru, pa se rezultati

kasnije kombinuju pomo¢u Gausovih modela i vektorizacije radi daljeg ra£unanja. Vektorizacija

podrazumeva grupisanje podataka u vektore. Kori²¢enjem vektora umesto pojedina£nih promenljivih

dosta upro²¢ava potrebne korake pri ra£unu svode¢i na vektorski ra£un. Jo² jedna bitna tehnika je

formiranje takozvanih blok-okvira. Blok-okvir je grupisanje odre�enog broja okvira u posebnu grupu

koja ¢e kasnije tokom izra£unavanja sli£nosti biti uzeta u obzir prilikom ra£unanja, to direktno zna£i

da ¢e svaki blok u£estovati u izra£unavanju aproksimacije sli£nosti. Ovaka pristup je vrlo e�kasan,

iako ra£unski prili£no zahtevan. E�kasnost se prvenstveno ogleda u sposobnosti da se ra£una sli£nost

za pojedina£ne fragmente muzi£ke numere a ne cele muzi£ke numere u potpunosti. Ovde se koriste

tehnike logaritmski �uktuiraju¢ih ²ablona, spektralnih ²ablona i sli£no. Detaljno obja²njenje tehnika

i pojmova atributa srednjeg nivoa izlazi iz obima ovog rada. Vi²e informacija o ovim atributima

moºe se prona¢i u [20].
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Poglavlje 4

Mera sli£nosti

U ovom poglavlju bi¢e obja²njen rad sa atributima niskog nivoa i njihovom osnovnom kori²¢enju

radi trivijalne aproksimacije sli£nosti muzi£kih numera na osnovu prirodnih atributa zvuka. Meru

sli£nosti ¢emo de�nisati kao rastojanje izme�u dve ta£ke u vi²edimenzionalnom prostoru. Ose ovog

prostora ¢e predstavljati statisti£ki parametri koje ¢emo izra£unavati nad atributima. Svaki atribut

iz skupa atributa niskog nivoa se ra£una na nivou okvira. Na osnovu toga koristi¢e s statisti£ki

parametri da bi sumirali `prose£ne` vrednosti na nivou cele muzi£ke numere, odnosno malim skupom

vrednosti aproksimirali promenu tog atributa kroz sve okvire u muzi£koj numeri.

De�nisa¢e se pet statisti£kih parametara koje ¢e se koristiti u okviru mere sli£nosti. Ovo zna£i

da ¢e svaki izra£unat atribut niskog nivoa biti predstavljen sa 5 vrednosti na nivou cele muzi£ke

numere. Ovakav pristup je jednostavniji kada se uporedi sa kompleksnijim na£inima odre�ivanja

aproksimacija muzi£kih numera, kao na primer gausovih modela ili neke sli£ne tehnike koja se zasniva

na odre�ivanju (i upore�ivanju) ²ablona u okviru muzi£ke numere. Jednostavan pristup nam tako�e

donosi i veoma malu ra£unsku sloºenost, pa samim tim je krajnji sistem dosta robusniji i sposobniji

da se brºe i lak²e izbori sa ve¢im koli£inama ulaznih podataka. Ali isto tako je podloºniji gre²kama

usled me�usobno permutovanih delova muzi£ke numere, po²to kao ²to je ve¢ re£eno, ocene gledaju

pesmu u celosti a ne po segmentima. U okviru ovog rada de�nisa¢emo statisti£ke parametre za svaki

atribut pojedina£no na nivou cele muzi£ke numere, odnosno u obzir se uzimaju svi okviri odjednom

umesto grupisanja okvira u posebne grupe koje ¢e kasnije u£estvovati u ra£unanju mere sli£nosti.

Na kraju ¢e se na osnovu de�nisanog test skupa odrediti koje ocene najvi²e uti£u na atribute

visokog nivoa koji ¢e se de�nisati i odrediti na osnovu subjektivnog ose¢aja. Iako ovaj pristup sa

sobom nosi i odre�ene nedostatke, on predstavlja dobru osnovu za dalji rad i unapre�ivanje mera

sli£nosti muzi£kih numera.

Prilikom ra£unanja atributa, kao i statisti£kih parametara koristi¢emo jedan vid normalizacije.

Prilikom £itanja vrednosti uzoraka iz muzi£ke datoteke koriste se int16_t vrednosti, odnosno oz-

na£ene celobrojne vrednosti iz intervala [−32768, 32767]. U toku u£itavanja ove vrednosti se nor-

malizuju na interval [−1, 1] radi, uslovno re£eno, lep²ih vrednosti atributa.
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4.1 Statisti£ki parametri

Statisti£ki parametri se koriste da se brojevnom vredno²¢u bliºe odrede vrednosti skupa podataka. U

ovom slu£aju je to odli£an alat za okvirnu aproksimaciju sli£nosti muzi£kih numera. Ovde se koristi

pet statisti£kih parametara odnosno ocena, da bi se dobila pribliºna slika o �uktuaciji vrednosti

atributa kroz okvire.

• Srednja vrednost je osnovna statisti£ka ocena. Informaciju koju pruºa je prose£na vred-

nost atributa na nivou cele muzi£ke numere. Srednja vrednost se moºe iskoristiti da grubo

aproksimira vrednost atributa i posluºiti za osnovno upore�ivanje atributa izme�u dve muz-

i£ke numere

SrednjaV rednost =

∑N−1
i=0 si
N

(4.1)

• Varijansa predstavlja o£ekivano matemati£ko o£ekivanje odstupanja slu£ajne promenljive od

srednje vrednosti. Varijansa nikada ne sme biti negativna vrednost, to ukazuje na gre²ku u

ra£unu.

V arijansa =

∑N−1
i=0 (si − SrednjaV rednost)2

N
(4.2)

• Standardna devijacija, u statistici, predstavlja apsolutnu meru disperzije skupa, odnosno

koliko u proseku elementi odstupaju od aritmeti£ke sredine skupa. Standardna devijacija i

varijansa su u direktnom odnosu, po²to je varijansa kvadratni stepen standardne devijacije. U

okviru implementiranog sistema i aproksimacije sli£nosti, je zadrºana zajedno sa varijansom

kao statisti£ki parametar zbog uticaja na izra£unavanje ostalih statisti£kih parametera.

StdDev =
√
V arijansa (4.3)

• Koe�cijent asimetrije (eng. Skewness) je statisti£ka mera koja pokazuje koliko se vred-

nosti skupa slu£ajne promenljive razlikuju u odnosu na normalnu raspodelu, odnosno de�ni²e

asimetriju skupa sa normalnom raspodelom.

Koeficijentasimetrije =

∑N−1
i=0 (si − SrednjaV rednost)3

N
· StdDev3 (4.4)

• Koe�cijent spljo²tenosti (eng. Kurtosis) mera koliko su vrednosti skupa spljo²tene u

odnosnu na normalnu raspodelu. Aproksimira se vrh krive koja predstavlja vrednosti iz skupa

slu£ajne veli£ine.

Koeficijentspljotenosti =

∑N−1
i=0 (si − SrednjaV rednost)4

N
· StdDev4 (4.5)
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4.2 Mera sli£nosti

Mera sli£nosti ¢e se de�nisati kao rastojanje u vi²e dimenionalnom prostoru, odnosno posmatra¢e se

sve dobijene vrednosti kao osu u vi²edimenzionalnom prostoru. Svaka muzi£ka numera ¢e na osnovu

vrednosti dobijenih izra£unavanjem atributa i statisti£kih parametara imati mesto u tom prostoru.

Meru sli£nosti de�ni²emo kao rastojanje izme�u dve ta£ke u tom prostoru. U ovom slu£aju ¢e se

koristiti Euklidsko rastojanje koje se de�ni²e na slede¢i na£in:

EuclideanDist =

√√√√ n∑
i=1

(Ai −Bi)2 (4.6)

Gde su Ai, Bi, i ∈ [0, n − 1] izra£unate vrednosti statisti£kih parametara za svaki od atributa

niskog nivoa za dve muzi£ke numere A i B. n predstavlja ukupan broj vrednosti, po muzi£koj

numeri, koje u£estvuju u izra£unavanju mere sli£nosti (brojAtributa · brojStatistckihParametara).

Ovakav na£in aproksimacije sli£nosti potencijalno zanemaruje odnos intervala u muzi£kim nu-

merama, odnosno vrlo je verovatno da ista muzi£ka numera sa izmenjenim redosledom dobije isto

mesto u vi²edimenzionalnom prostoru u okviru kog odre�ujemo sli£nost dve muzi£ke numere. Moºe

se diskutovati da li je muzi£ka numera sa permutovanim intervalima ista muzi£ka numera? Ovde

se misli na prvenstveno druga£iji redosled istih intervala u muzi£koj numeri, na primer, okrenuti

strofa i refren, ili drasti£niji slu£aj, kada se ispreme²taju mnogo manji vremenski intervali na slu£a-

jan na£in. Radi lak²e implementacije i otpornosti samog pristupa na razli£itost u duºini trajanja

muzi£kih numera, u ovom radu je kori²¢en pristup gde je muzi£ka numera posmatrana u celosti. I

pored o£iglednih nedostataka, mera sli£nosti nam pruºa subjektivno primetan poredak i samim tim

zadovoljava po£etni uslov gde se redosled muzi£kih numera odre�uje na osnovu samog audio signala

i odgovara subjektivnom ose¢aju korisnika (£oveka) na muzi£ke numere.

Treba formuilsati na£in na koji ¢e se mera sli£nosti upotrebiti u svrhu ²to boljeg generisanja

reprodukcione liste. Prisutnost semanti£kog raskoraka, dosta oteºava formiranje dobrog poretka

muzi£kih numera. Kori²¢enje dobijenih vrednosti pruºa objektivnu aproksimaciju sli£nosti audio

numera, kako je ideja da se mera sli£nosti iskoristi u svrhu pravljenja odgovaraju¢e liste, potrebno je

dodatno analizirati dobijene podatke i odrediti vezu, ukoliko postoji, izme�u karakteristika muzi£ke

numere koje £ovek koristi da bi opisao pesmu. Ovakvim pristupom moºe se pribliºno odrediti koje

ocene direktno uti£u na karakteristike od interesa. Mera sli£nosti u osnovi predstavlja relaciju izme�u

dve muzi£ke numere. Pristup apsolutnog odre�ivanja ocena na nivou cele pesme nam omogu¢ava

da dobijene ocene iskoristimo samostalnu aproksimaciju muzi£ke numere. Ovo efektivno zna£i da,

ukoliko se izoluje odre�ena ocena, moºemo sortirati odnosno kreirati listu ure�enu prema zadatom

kriterijumu. Osim toga, pruºa dobru osnovu za kori²¢enje raznih metoda ma²inskog u£enja za

klasterovanje i upore�ivanje i izolovanje sli£nih pesama, ²to nije fokus ovog rada, ali predstavlja

dobru osnovu za dalje istraºivanje. Da bi de�nisali takav pristup koristi¢emo test skup nasumi£no
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izabranih muzi£kih numera. Test skup je formiran tako da se biraju 3 (ili vi²e) numera iz istog ºanra,

odnosno subjektivnog ose¢aja o sli£nosti. Ovakav pristup nam pruºa dobru sliku o tome koliko je

mera sli£nosti e�kasna i koliko je sli£nost dobro odre�ena.

4.3 Test skup

Izabrani test skup £ini 21 muzi£ka numera, odabrane prema subjektivnom ose¢aju. Muzi£ke numere

su preuzete sa sajta YouTube, odnosno samo audio tok podataka sa video klipova. Treba napomenuti

da muzi£ka numera generisana na ovaj na£in moºe da sadrºi i neke nepotrebne elemente, kao ²to su

pozadinski razgovor u toku spota ili ti²inu tokom odjavne scene.

Tabela 4.1: Test skup
ID Izvo�a£ Muzi£ka nu-

mera
�anr Kategorija 1 Kategorija 2

1 Lady Gaga Bad Romance Techno brza jaka
2 Foreigner I want to know

what love is
RnR spora dinami£na

3 Robbie Wiliams
and
Nicole Kidman

Something
stupid

Pop-Bolero-
Jazz

melodi£na romanti£na

4 Luis Fonsi ft.
Daddy Yankee

Despacito Pop-regeton brza latino

5 Ricky Martin Maria Latino pop energi£na latino
6 Coldplay Fix you Alternativni

Rock
spora smiruju¢a

7 Eminem Rap God Hip-hop brza energi£na
8 Beogradski

sindikat
Sistem te laºe Hip-hop agresivna energi£na

9 Joe Cocker You can leave
hat on

Rock srednji
tempo

vesela

10 Ceca Znam Narodna ritmi£na vesela
11 Orthodox Celts Far away Irski folk brza energi£na
12 Ðor�e Bala²evi¢ Lepa protina

k¢i
�ansona spora melanholi£na

13 �aban �auli¢ Samo za nju Narodna
muzika

balada srednji
tempo

14 Queen Dont stop me
now

Classic
RockNRoll

brza ritmi£na

15 Guns N Roses Welcome to the
jungle

RockNRoll brza jaka

16 Zdravko �oli¢ Ti si mi u krvi Pop balada spora
17 Dubioza Kolektiv Rijaliti Rap-rock energeti£na stimulativna
18 Johannes Brahms Hungarian

dance
Klasi£na
muzika

dinami£na jaka

19 Ludwig van
Beethoven

Za Elizu Klasi£na
muzika

neºna ceremonijalna

20 Rimsky-Korsakov Bumbarov let Klasi£na
muzika

brza energi£na

21 Miroslav Ili¢ Boºanstvena
ºeno

narodna melodi£na neºna
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Na sam sistem takve stvari ne bi trebalo da uti£u mnogo, ali su svakako prisutne u svakodnevnoj

upotrebi, stoga postojanje nesavr²enosti u muzi£kim numerama ne uti£e zna£ajno na dalju analizu

atributa. U tabeli 4.1 je opisan test skup. Test skup sadrºi 21 muzi£ku numeru. Svaka numera je

opisana izvo�a£em, nazivom numere, ºanrom kojem pripada, kao i sa dva atributa visokog nivoa.

Inicijalno testiranje sistema nad test skupom koji sadrºi muzi£ke numere razli£itog ºanra i muzi£ke

numere sa izraºeno razli£itim prirodnim karakteristikama ¢e dati okvirne vrednosti i intervale u

kojima se atributi kre¢u. Ovaj korak je izuzetno bitan u analizi dobijenog sistema po²to, kao ²to je

ve¢ re£eno, koristi¢emo Euklidsko rastojanje kao aproksimativnu meru sli£nosti dve muzi£ke numere.

Kako svaki atribut u£estvuje u ra£unanju sli£nosti, ako se atributi kre¢u u razli£itim intervalima

vrednosti, na primer a = [0, 1] i b = [1000, 5000] atribut b bi mnogo vi²e uticao na rezultat rastojanja,

od atributa a. Ovakva situacija je nepoºeljna, bar ne u nekontrolisanim uslovima, jer atribut amoºda

nosi mnogo bitnije informacije od atributa b.

Za svaku muzi£ku numeru su dodata dva atributa visokog nivoa. Vrednosti atributa visokog nivoa su

izvedena na osnovu subjektivnog ose¢aja na skupu ljudi. Kategorije nisu nuºno disjunktne, odnosno

vrednosti iz jedne i druge kategorije se mogu poklapati. Scenario gde se vrednosti dve kategorije

poklapaju, to jest, nose istu informaciju, je vrlo £esta pojava. Muzi£ka numera, kao entitet, koji se

vrlo subjektivno doºivljava, najizraºenija osobina pesme ostavlja jak utisak na slu²alaca i uti£e na

doºivljaj same muzi£ke numere. Ovo dovodi do toga da se slu²alac opisuje pesmu imaju¢i u vidu

dominantnu karakteristiku pesme, £esto koriste¢i sinonime za istu karakteristiku, na primer, pesma

moºe biti brza i energi£na, ²to se moºe vrlo lako re¢i za pesmu koja ima brz tempo. Tako�e, to

nuºno ne mora biti ta£no, jer na doºivljaj muzi£ke numere moºe da uti£e i poruka pesme. Ovde se

prvenstveno misli na re£i pesme i poruke koju muzi£ka numera nosi na "pesni£kom" nivou koji nema

direktnu vezu sa samim karakteristikama zvuka, odnosno "pozadinske" muzike. Muzi£ka numera

moºe da ima spor ritam i da ima neºne tonove a da ima takav tekst da korisnika moºe poneti poruka

koju tekst nosi i pesmu protuma£iti kao energi£nu.

Prilikom analize sistema i daljeg modeliranja je bitno imatu ispravnu predstavu o podacima. Kako

je muzika veoma subjektivan pojam i zavisi od mnogo razli£itih faktora, od kojih neke trenutno

ne moºemo izmeriti pomo¢u ra£unara. Aproksimacija sli£nosti ¢e se bazirati na karakteristikama

zvuka, koje ne moraju nuºno biti dovoljne za ta£nu aproksimaciju.

4.3.1 Predstavljanje rezultata

Kao ²to je ve¢ pomenuto sami rezultati nisu dovoljni, to jest, potrebno je izvr²iti analizu i po

potrebi normalizovanje vrednosti. Normalizacija je neophodna da bi svaki atribut, odnosno ocena,

podjednako u£estvovala u inicijalnoj aproksimaciji vrednosti.

Tabela 4.2: Vrednosti atributa bez normalizacije ulaznih vrednosti
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Atribut Srednja
vrednost

Varijansa Koe�cijent
asimetrije

Koe�cijent
spljo²tenosti

Broj promena znaka am-
plitude

-0.99770 0.00442 29.437 875.606

Autokorelacija prvog reda 0.49110 0.26131 -0.08103 1.28028
Srednjekvadratna en-
ergija

0.69864 0.09966 -0.69755 4.86035

Najve¢a amplituda -0.99753 0.00491 28.4429 810.131
Spektralni centroid -0.71259 0.03957 0.06025 1.45597
Linearna regresija -0.60128 0.1633 0.25590 2.08424
Glatko¢a zvuka -0.99917 0.00094 44.0803 2224.82
Spektralni raspon -0.67355 0.09124 0.02554 1.0868
Spektralna asimetrija -0.55007 0.20413 0.01306 1.01433
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Tabela 4.3: Vrednosti atributa sa normalizacijom ulaznih vrednosti
Atribut Srednja

vrednost
Varijansa Koe�cijent

asimetrije
Koe�cijent
spljo²tenosti

Broj promena znaka am-
plitude

2.243e-06 4.221e-09 29.437 875.606

Autokorelacija prvog reda 0.74482 0.06520 -0.08102 1.28003
Srednjekvadratna en-
ergija

0.84930 0.02491 -0.69735 4.86055

Najve¢a amplituda 0.00123 0.00122 28.4429 810.131
Spektralni centroid 178.228 15217.2 0.05988 1.45616
Linearna regresija -1.31383 0.10993 0.25528 2.0844
Glatko¢a zvuka 0.02252 0.69573 44.078 2224.66
Spektralni raspon 571.042 279308 0.02623 1.08698
Spektralna asimetrija 1213.71 1.587e+06 0.01287 1.01432

Kao uzorak u uzeta je muzi£ka numeraDespacito, kao najpregledaniji video snimak na sajtu YouTube.

Tabele 4.1 i 4.2 sadrºe vrednosti dobijene bez normalizacije ulaznih vrednosti i sa. Prva tabela

predstavlja statisti£ke ocene sa vrednostima gde su atributi normalizovani na interval [−1, 1] u

odnosu sami na sebe, dok druga tabela predstavlja vrednosti bez normalizacije. Lako se uo£ava da

su vrednosti u prvoj tabeli daleko lep²e i uslovno re£eno stabilnije, tako da ¢e se zadrºati ovakav vid

normalizacije. Mogu¢e je diskutovati o gubitku odre�enog dela informacija normalizacijom podataka

na ovaj na£in, ali kako se podaci ra£unaju nad okvirima odre�ene duºine, i uzimaju¢i u obzir njihovo

vremensko trajanje, mnogo vi²e informacija se dobija analizom �uktuacije njihovih vrednosti, pa

samim tim normalizacija podataka u odnosu na same sebe, ne remeti ²ablon �uktuacije i ne uti£e

zna£ajno na statisti£ke ocene po atributima.

Nakon inicijalnog pokretanja sistema dobijaju se slede¢i rezultati:

Luis Fonsi f t . Daddy Yankee − Despacito .mp3 : 0
Orthodox Ce l t s − Far Away .mp3 : 903 .523
Robbie Wil l iams and Nico l e Kidman − Something Stupid .mp3 : 2525 .16
Bethoven − Fur E l i s e .mp3 : 5603 .6
Johannes Brahms − Hungarian Dance No . 5 .mp3 : 7090 .75
Dubioza ko l e k t i v − R i j a l i t i .mp3 : 7282.75
Djordje Ba la s ev i c − Lepa prot ina kc i .mp3 : 9863 .46
Ricky Martin − Maria .mp3 : 11089.7
Lady Gaga − Bad Romance .mp3 : 11224
Miros lav I l i c − Bozanstvena zeno .mp3 : 11737.4
Saban Sau l i c − Samo za nju .mp3 : 11774.5
Beogradski S ind ikat − Sistem Te Laze .mp3 : 11912.2
Rimsky−Korsakov − Fl i gh t Of The Bumblebee .mp3 : 12852.5
Queen − Dont Stop Me Now.mp3 : 13372.5
Ceca − Znam.mp3 : 14424.9
Zdravko Co l i c − Ti s i mi u krv i .mp3 : 15095.1
Coldplay − Fix You .mp3 : 16371.5
Guns N Roses − Welcome To The Jungle .mp3 : 16734.5
Fore igner − I Want To Know What Love I s .mp3 : 17909.6
Joe Cocker − You Can Leave Your Hat On.mp3 : 20539.4
Eminem − Rap God .mp3 : 22584.6
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Na osnovu prethodne tabele ocena baziranih na referentnoj pesmi Despacito vidi velika razlika u

veli£inama ocena, odnosno pojedine ocene se kre¢u u intervalu od [−1, 1] dok recimo spektralna

asimetrija dostiºe vrednosti preko hiljadu. Po²to se za meru rastojanja koristi Euklidsko rastojanje,

ve¢a vrednost pojedinih ocena prirodno pravi ve¢i uticaj na samo rastojanje, pa samim tim i na

dobijene rezultate. Potrebno je naglasiti da je ra£unato rastojanje od referentne muzi£ke numere

Despacito sa svakom muzi£kom numerom ponaosob, odnosno broj predstavlja aproksimaciju sli£nosti

sa referentnom pesmom, uklju£uju¢i nju samu.

4.4 Normalizacija statisti£kih ocena atributa

Normalizacija statisti£kih parametera baziranih na osnovu atributa i raspodeli njihovih vrednosti

po okvirima pesme, na isti na£in kao ²to je normalizovana vrednost samih atributa nije optimalna,

odnosno koli£ina informacija koja se izgubi time nanosi vi²e ²tete nego koristi. Po²to u ovom slu£aju

statisti£ka ocena atributa je singularna vrednost, njena normalizacija u odnosu na samu sebe bi

uvek bila maksimalna vrednost tog parametra. Normalizacija ocena pesme je izuzetno potrebna

zbog rezultata predstavljenih u prethodnoj sekciji. Najmanje izmerene vrednosti ocena se nalaze

u slede¢oj tabeli. Svaka ¢elija sadrºi respektivno minimalnu i maksimalnu vrednost za zadati test

skup.

Tabela 4.4: Najmanja i najve¢a vrednost atributa po okviru
Atribut Srednja

vrednost
Varijansa Koe�cijent

asimetrije
Koe�cijent
spljo²tenosti

Broj promena znaka am-
plitude

-0.9998
0.0000

0.0000
0.0132

0.0000
104.156

0.0000
10849.6

Autokorelacija prvog reda 0.4831
0.4922

0.2597
0.2717

-0.1552 -
0.0684

1.2382
1.5244

Srednjekvadratna en-
ergija

0.6895
0.6999

0.0974
0.1144

-1.1584 -
0.6067

4.4033
6.9237

Najve¢a amplituda -0.9998
0.0000

0.0000
0.0132

0.0000
104.156

0.0000
10849.6

Spektralni centroid -0.7142
0.1783

0.03954
0.6678

0.0059
0.0934

1.0081
1.7051

Linearna regresija -0.6036 -
0.5942

0.1614
0.1764

0.2163
0.4641

1.9260
2.8799

Glatko¢a zvuka -0.9998
0.0000

0.0000
0.0016

0.0000
104.156

0.0000
10849.6

Spektralni raspon -0.9998
0.0251

0.0002
0.9206

0.0178
126.272

1.0012
15954.7

Spektralna asimetrija -0.5501
0.9998

0.0002
0.9988

-126.311
0.0317

1.0007
15961.5

Gde se vrednosti svi atributa kre¢u u okvirnom intervalu [−126, 15000], ²to se iz moºe videti u

izlaznim podacima aplikacije. Problem sa ovakvim intervalom je ²to ocene nisu podjednako do-

bro raspore�ene po tom intervalu. Stoga ¢e se primeniti pristup normalizacije ocena po skupu.

Po²to ¢emo reprodukcionu listu odre�ivati na osnovu sli£nosti svake pojedina£ne muzi£ke numere
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sa referentnom numerom, na datom skupu odre�uje se najmanja i najve¢a vrednost po atributu i

normalizovati ocene svake muzi£ke numere ponaosob. Ovakav pristup moºe biti osetljiv na promene

u skupu nad kojim vr²imo procenu sli£nosti, me�utim za potrebe ovog rada pretpostavi¢emo da su

sve muzi£ke numere sa kvalitetom snimka koji ne odstupa preterano od prose£nog, odnosno nema

dugih i izraºenih smetnji koje bi drasti£no uticale na rezultate.

Rezultati ocena nakon primenjene normalizacije ocena, na referentnoj pesmi su:

Tabela 4.5: Vrednosti atributa nakon normalizacije ulaznih vrednosti i normalizacije vrednosti
atributa
Atribut Srednja

vrednost
Varijansa Koe�cijent

asimetrije
Koe�cijent
spljo²tenosti

Broj promena znaka am-
plitude

-0.99577 -0.33081 -0.43475 -0.83859

Autokorelacija prvog reda 0.73987 -0.73537 0.71063 -0.70649
Srednjekvadratna en-
ergija

0.73937 -0.73692 0.67070 -0.63734

Najve¢a amplituda -0.99544 -0.25636 -0.45384 -0.8506
Spektralni centroid -0.99635 -0.99988 0.24141 0.28506
Linearna regresija -0.49246 -0.75229 -0.68107 -0.66838
Glatko¢a zvuka -0.99871 0.14633 -0.15357 -0.58988
Spektralni raspon -0.3633 -0.80227 -0.99987 -0.99998
Spektralna asimetrija -1 -0.59164 0.99970 -0.99999

Pokretanje sistema sa normalizovanim ocenama daje ne²to bolje rezultate, sude¢i bar po subjek-

tivnom ose¢aju.

Luis Fonsi f t . Daddy Yankee − Despacito .mp3 : 0
Ricky Martin − Maria .mp3 : 3 .34701
Coldplay − Fix You .mp3 : 3 .83882
Dubioza ko l e k t i v − R i j a l i t i .mp3 : 3 .93188
Lady Gaga − Bad Romance .mp3 : 4 .07851
Zdravko Co l i c − Ti s i mi u krv i .mp3 : 4 .32923
Fore igner − I Want To Know What Love I s .mp3 : 4 .33964
Johannes Brahms − Hungarian Dance No . 5 .mp3 : 4 .64319
Guns N Roses − Welcome To The Jungle .mp3 : 4 .68333
Saban Sau l i c − Samo za nju .mp3 : 4 .79902
Eminem − Rap God .mp3 : 4 .98876
Beogradski S ind ikat − Sistem Te Laze .mp3 : 5 .02376
Orthodox Ce l t s − Far Away .mp3 : 5 .30745
Miros lav I l i c − Bozanstvena zeno .mp3 : 5 .57593
Djordje Ba la s ev i c − Lepa prot ina kc i .mp3 : 6 .14696
Queen − Dont Stop Me Now.mp3 : 6 .27649
Ceca − Znam.mp3 : 6 .62068
Rimsky−Korsakov − Fl i gh t Of The Bumblebee .mp3 : 6 .80863
Joe Cocker − You Can Leave Your Hat On.mp3 : 6 .81283
Bethoven − Fur E l i s e .mp3 : 7 .59254
Robbie Wil l iams and Nico l e Kidman − Something Stupid .mp3 : 7 .77325

Nakon paºljivog slu²anja test skupa uo£avaju se znatni skokovi i neskladnosti izme�u uzastopne

dve muzi£ke numere na dobijenoj reprodukcionoj listi. Razlog zbog ovoga leºi u na£inu odre�ivanja

sli£nosti dve muzi£ke numere. Prva i najbliºa pesma ¢e uvek biti jedinstveno odre�ena, ono ²to
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predstavlja problem je taj ²to je lista generisana na osnovu distanci od po£etne referentne pesme.

Ako se problem svede u jednu dimenziju i pesme posmatraju kao vrednosti na pravi, najbliºa muzi£ka

numera moºe biti sa desne strane referentne muzi£ke numere dok druga najbliºa moºe biti sa leve

strane. Kako reprodukcija ide redom, ve¢ kod druge muzi£ke numere dobijamo nekonzistentne i

nedovoljno pouzdane podatke na prvi pogled. Kako reprodukcija odmi£e, problem je sve o£igledniji

i svodi se na slu£ajan izbor.

Da bi se izbegla pomenuta situacija, potrebno je izmeniti pristup formiranja reprodukcione liste.

Umesto da odre�ujemo celu listu prema sli£nosti referentnoj muzi£koj numeri, svaku slede¢u muz-

i£ku numeru odre�ujemo na osnovu sli£nosti trenutnoj muzi£koj numeri, izuzimaju¢i sve ve¢ repro-

dukovane muzi£ke numere. Ovakav pristup obezbe�uje pouzdaniji izbor slede¢e muzi£ke numere i

gladak prelaz izme�u ºanrova. Sa druge strane, u nekom trenutku se moºe pojaviti jak skok izme�u

sli£nosti dve uzastopne numere, ²to moºe predstavljati problem. Skok je neminovan ukoliko sli£nost

odvede na jednu stranu, kako u svakom koraku elimini²emo po jednu muzi£ku numeru iz skupa nad

kojim se izra£unava sli£nost, dolazimo do momenta gde smo oti²li previ²e u jednu stranu i prva

najbliºa muzi£ka numera se nalazi na drugom kraju hiperravni.

Luis Fonsi f t . Daddy Yankee − Despacito .mp3 : 0
Ricky Martin − Maria .mp3 : 3 .34701
Coldplay − Fix You .mp3 : 1 .18222
Fore igner − I Want To Know What Love I s .mp3 : 1 .59933
Guns N Roses − Welcome To The Jungle .mp3 : 2 .22068
Zdravko Co l i c − Ti s i mi u krv i .mp3 : 1 .84687
Lady Gaga − Bad Romance .mp3 : 1 .65483
Eminem − Rap God .mp3 : 2 .07
Johannes Brahms − Hungarian Dance No . 5 .mp3 : 4 .3616
Miros lav I l i c − Bozanstvena zeno .mp3 : 2 .83593
Queen − Dont Stop Me Now.mp3 : 1 .33646
Ceca − Znam.mp3 : 3 .216
Joe Cocker − You Can Leave Your Hat On.mp3 : 1 .6826
Saban Sau l i c − Samo za nju .mp3 : 5 .14189
Dubioza ko l e k t i v − R i j a l i t i .mp3 : 1 .27078
Beogradski S ind ikat − Sistem Te Laze .mp3 : 1 .55886
Djordje Ba la s ev i c − Lepa prot ina kc i .mp3 : 3 .61917
Rimsky−Korsakov − Fl i gh t Of The Bumblebee .mp3 : 3 .61997
Bethoven − Fur E l i s e .mp3 : 2 .1165
Robbie Wil l iams and Nico l e Kidman − Something Stupid .mp3 : 5 .61598

Rezultati nakon promene pristupa prilikom generisanja reprodukcione liste pokazuju mnogo bolje

rezultate nego ²to je to bilo sa prvobitnim ra£unanje rastojanja u odnosu na referentnu pesmu. Zbog

test skupa, koji je prili£no raznolik, postoje neznatni i primetni skokovi tokom kreiranja reproduk-

cione liste. Iz priloºenog se vidi da se prag sli£nosti nalazi negde u intervalu [2, 3.5], odnosno vrednost

razdaljine koja vi²e nego o£igledno pravi razliku izme�u dve muzi£ke numere. Treba napomenuti da

je mera sli£nosti u odnosu sa kojom se upore�uju rezultati, strogo subjektivna i zasniva se na sluhu

i interpretaciji muzi£kih numera od strane autora ovog rada.
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4.5 Ocena mere sli£nosti

Prethodni rezultati se ti£u generisanja reprodukcione liste. Me�utim u ovom koraku je potrebno

pozabaviti se i samom ocenom mere sli£nosti. Po²to je sama mera sli£nosti izuzetno subjektivan

pojam, odnosno dosta zavisi od slu²alaca do slu²alaca, mera sli£nosti je posmatrana na nekoliko

manjih grupa, od po pet muzi£kih numera, gde su dve muzi£ke numere o£igledno sli£ne jedna drugoj

i dosta razli£ite u odnosu na ostale tri. U velikoj meri izraºena sli£nost dve pesme, odnosno razli£itost

od ostalih, obezbe�uje nepristrasnost prilikom odre�ivanja sli£nosti. Razlog za to je ve¢ pomenuto

subjektivno shvatanje muzi£kih numera od strane £oveka.

Mera sli£nosti je testirana na tri grupe od po pet pesama, kao ²to je ve¢ bilo re£i. Rezultati dobijeni

prilikom ovog testiranja su slede¢i:

Grupa 1:

Chosen : Bryan Adams − Have You Ever Rea l ly Loved A Woman_.mp3
Lady Gaga − Bad Romance .mp3 8.40734
Orthodox Ce l t s − Far Away .mp3 9.64667
Djani − Ja slobodan ona neverna − (Audio 2008 ) .mp3 9.85885
Toni Braxton − Un−Break My Heart ( Video Vers ion ) .mp3 6.89885
Bryan Adams − Have You Ever Rea l ly Loved A Woman_.mp3 0

Grupa 2:

Chosen : Bolero − Maurice Ravel .mp3
Johann Straus s I I − The Blue Danube Waltz .mp3 7.5346
Frank S inat ra Fly Me To The Moon .mp3 8.9684
Bolero − Maurice Ravel .mp3 0
Beogradski S ind ikat − Sistem Te Laze .mp3 9.20094
Foo F ighte r s − The Pretender .mp3 8.30397

Grupa 3:

Chosen : Guns N Roses − Welcome To The Jungle .mp3
Djordje Ba la s ev i c − Ne lomite mi bagren je .mp3 7.40437
Ceca − Lepi grome moj .mp3 8.81831
Meta l l i c a − Enter Sandman .mp3 2.5572
Frank S inat ra − The Way You Look Tonight .mp3 8.6312
Guns N Roses − Welcome To The Jungle .mp3 0

Sli£nost izme�u muzi£kih numera grupisanih u istu grupu je o£igledna. Na prvi pogled, mera sli£nosti

se pokazala odgovaraju¢om. Prilikom malo dublje analize rezultata, iako su rezultati zadovoljavaju¢i,

prime¢uje se razlika u brojevima koja nas navodi da mera sli£nosti moºe biti nestabilna. Ovakav

rezultat se dobija na manjem skupu analiziranih pesama jer je pristup normalizacije atributa takav

da uzima u obzir sve vrednosti atributa iz celog skupa. Iako nije idealan, ovakav pristup ¢e biti

dovoljan za svrhu ovog rada i prikaza aproksimacije mere sli£nosti u automatskom odre�ivanju

reprodukcionih lista.

U okviru grupe 1, dve najsli£nije pesme su od izvo�a£a Bryan Adams i Toni Braxton, u grupi 2,

Johann Strauss II i Maurice Ravel, a u grupi 3, Guns N Roses i Metallica. U sva tri slu£aja sistem
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je pokazao zadovoljavaju¢i rezultat. Ovo me�utim, ne mora da zna£i da ¢e sistem uvek biti ta£an,

²ta vi²e, vrlo je mogu¢e da ¢e za razli£ite muzi£ke numere, gde postoje dve o£igledno sli£ne, dati

pogre²ne rezultate, usled ve¢ pomenutog, ne ba² najbolje izabranog na£ina za normalizaciju atributa.

Za potrebe ovog rada, me�utim, ovakav pristup se pokazao zadovoljavaju¢im. Iz priloºenog se vidi

da se mera sli£nosti pona²a dovoljno stabilno i na manjim grupama muzi£kih numera. Prilikom

rasta skupa, mera sli£nosti ¢e biti stabilnija jer ¢e se normalizacija prilago�avati dominatnijem delu

muzi£kih numera, dok ¢e se na£in izra£unavanja sli£nosti pobrinuti da ne bude presudan faktor. Ovo

u principu zna£i da ¢e na rezultate, osim korisnika, uticati i sam skup podataka u celosti. Ovakav

pristup, teoretski, moºe doneti i jo² jedan nevidljiv atribut prilikom izra£unavanja mere sli£nosti,

jer na osnovu izabranog skupa pesama od strane korisnika, mogu se donekle odrediti i preference

korisnika, u ovom slu£aju, u odre�enoj meri, izraºeni prilikom normalizacije vrednosti atributa.

4.6 Implementacioni detalji

Implementacija pona²anja navedenog u okviru ovog poglavlja se nalazi u slede¢im komponentama

Playlist, Distances i feature_group. Playlist implementira logiku iza formiranja reproduk-

cionih lista. Predstavlja ulaznu ta£ku u sistem i kao takva rukovodi celim tokom za obradu pesme

i ekstraktovanje atributa. Osnovne funkcionalnosti same komponente su implementirane u pot-

punosti, dok dalja istraºivanja otvaraju mogu¢nost razvoja novih funkcionalnosti. Distances pred-

stavlja klasu za izra£unavanje rastojanja izme�u dve muzi£ke numere. Ra£unanje rastojanja, iako

na prvi pogled trivijalno, moºe biti krucijalno i komplikovano u zavisnosti odabrane mere sli£nosti.

U okviru ovog rada je kori²¢eno Euklidsko rastojanje, a u budu¢im nadogradnjama sistema je plani-

rana implementacija i drugih rastojanja. feature_group komponenta koja je zaduºena za izra£una-

vanje statisti£kih parametara.Osim toga, ostavljena je mogu¢nost i da ova komponenta vr²i i podelu

atributa po grupama, ²to ¢e tako�e biti predmet budu¢e nadogradnje sistema. Umesto toga fokus je

stavljen na izra£unavanju atributa na celoj pesmi kao celini, efektivno umesto vi²e grupa cela pesma

je posmatrana kao jedna grupa. Dodatno postoji i Song komponenta koja predstavlja kontejner za

sve podatke koje karakteri²u jednu pesmu. U okviru ove klase implementirano je i £itanje simboli£kih

podataka kao potencijalan izvor dodatnih atributa u daljim koracima razvoja sistema.
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Slika 4.1: Klasni dijagram za Playlist, FeatureGroup, Song i Distances komponente
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Poglavlje 5

Zaklju£ak

U okviru ovog rada opisane su osnovne tehnike potrebne za analizu audio zapisa i kori²¢enje dobijenih

podataka u svrhu aproksimacije sli£nosti dve muzi£ke numere. Kori²¢enjem metoda iz obrade signala

i statisti£kih ocena, formirani su bazi£ni atributi niskog nivoa pomo¢u kojih je realizovana mera

sli£nosti. Rezultat ovog rada je prate¢i sistem u potpunosti implementiran u C++u, koji demonstrira

opisane koncepte. Zamisao sistema je da automatski generi²e reprodukcione liste koriste¢i isklju£ivo

podatke dobijene analizom samog audio zapisa, me�utim u toku pisanja rada i razvoja sistema,

prvobitna namena je blago modi�kovana: pro²irene su odre�ene komponente da bi se omogu¢ilo

lak²e kon�gurisanje i analiziranje rezultata, kao i brza i relativno lagana promena na£ina generisanja

atributa i statisti£kih ocena. Razvijeni sistem zadovoljava osnovne zahteve postavljene na po£etku

istraºivanja, ali tako�e ostavlja i prostor za mnoga dodatna unapre�enja. Svaki deo sistema vezan

za izra£unavanje atributa i statisti£kih momenata pisan je sa idejom da u budu¢nosti bude pro²iren

i adekvatno implementiran u tok obrade podataka. Softver otvorenog kôda razvijen tokom rada na

ovoj tezi sadrºi tok obrade podataka, koji je otvoren za dalje dopune i nadogradnje. Ostavljeno

je dosta prostora za promene u samom na£inu izra£unavanja atributa, ²to kroz sam kôd, ²to kroz

kon�guracionu dateoteku config.json. Mera sli£nosti opisana u ovom radu je bazirana isklju£ivo

na atributima niskog nivoa. Ovakav pristup, iako nije idealan, pruºa dovoljno dobre rezultate i

predstavlja jaku osnovu za dalje kori²¢enje u dizajniranju kompleksnijih mera sli£nosti. Fokus ovog

rada je da demonstrira na£in kako se mera sli£nosti dve muzi£ke numere moºe de�nisati i odrediti

u nekoj meri i bez simboli£kih podataka vezanih za samu muzi£ku numeru. Simboli£ki podaci se,

naravno, ne mogu zanemariti u potpunosti i predstavljaju drugu stranu, odnosno, dopunu teoretski

kompletne mere sli£nosti. Budu¢i koraci u razvoju sistema bi sigurno predstavljali uvo�enje atributa

srednjeg nivoa, uvo�enje gra�£kog interfejsa, formiranje koe�cijenata koji bi uticali na samu pretragu

u zavisnosti od korisnika, odnosno njegovih preferenca u atributima i sli£no.
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Dodatak A

Prate¢e informacije

Sav kôd koji je nastao tokom pisanja ovog rada dostupan je na slede¢im repozitorijumima:

• Sistem(kôd) - https://bitbucket.org/Stevos/the-tick/src/master/

• Prate¢i alati - https://bitbucket.org/Stevos/tick-tools/src/master/

• LaTex projekat - https://bitbucket.org/Stevos/the-tock/src/master/

Sistem opisan u radu je pisan ceo u C++14, na operativnom sistemu Linux (Ubuntu 15.04 - 18.04).

Biblioteke od kojih zavisi su �mpeg, sqlite3 i json++. Sve biblioteke su ve¢ sadrºane u okviru

projekta. �mpeg se dinami£ki linkuje, dok su sqlite3 i json++ uklju£ene pomo¢u amalgamacije. 1

Potrebni alati za buildovanje su cmake, git i build-essentials. Potrebna verzija g++ je 7.2.0. Sistem

se moºe kon�gurisati detaljno kroz config.json datoteku, da omogu¢i izbacivanje podataka tokom

svake faze obrade muzi£ke numere. Tako�e, postoji i logovanje izvr²avanja u realtimeu. Logovi se

sme²taju u datoteku /alderaan.log 2.

Prate¢i alati, iako nisu opisani u okviru ovog rada, predstavljaju sitne alatke pisane paralelno sa

sistemom radi testiranja i vizuelizacije dobijenih podataka. Za kompilaciju alata opisanih ovde

potreban je Qt5 i Matlab, uz standardne alatke prisutne na Linux operativnim sistemima.

LaTex projekat su izvorne datoteke napravljene u svrhu generisanja samog master rada.

1Amalgamacija je postupak uklju£ivanja izvornih datoteka eksterne biblioteke kao deo aplikacije, gde se bib-
lioteke kompajliraju zajedno sa aplikacijom. Ovakav pristup je uglavnom karakteristi£an za C i C++ jezike.

2Alderaan predstavlja prvobitni naziv projekta, dobijen po planeti iz (StarWarsTM )
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